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خلاصه

امروزه پژوهشــگران برای داده‌کاوی1، با دو نوع داده، 
مواجه هستند: 1- داده‌های متوازن 2- داده‌های نامتوازن2. 
چالش اصلــی، در داده‌کاوی داده‌های نامتوازن اســت. از 
طرفی، یکی از روش‌های داده‌کاوی، رده‌بندی3 است. برای 
رده‌بندی داده‌های نامتوازن با چالش‌هایی مانند: استخراج 
مدل جانبدارانــۀ متمایل به داده‌های آموزشــی، رده‌بندی 
اشــتباه رده اقلیت4، صرفنظر کــردن از داده‌های مهم ردۀ 
اقلیت و بیش‌پوشش5 مواجه هستیم؛ از این رو از روش‌های 
مرســوم و معمول نمی‌توان برای رده‌بندی این نوع داده‌ها 
اســتفاده کرد. در این تحقیق، سعی شــده است رده‌بندی 
داده‌های نامتوازن با الگوریتم جنگل تصادفی6 را با استفاده 
از روش شبکه‌های عصبی–فازی انفیس7، بهبود بخشیده و 

معیارهای مختلف برای ارزیابی این روش، سنجیده شود.

* نویسندۀ مسئول

1- data mining
2- imbalanced dataset
3- classification
4- minority class
5- overfitting
6- random forest
7- aNFIS

واژه‌هــای کليــدي: رده‌بنــدی، داده‌هــای نامتــوازن، 

بیش‌پوشش، رده اکثریت8، رده اقلیت.

1. مقدمه

یکی از فنون9 مهم یادگیری از داده‌ها، رده‌بندی اســت. 
در رده‌بندی کردن داده‌هــا، دو نوع از مجموعه داده‌ها، از 
نظر توازن10 مشاهده می‌شود: داده‌های متوازن و داده‌های 
نامتــوازن]1[. یادگیــری رده‌بندی‌کننده‌هــا از داده‌هــای 
نامتوازن یا ارُیب11، یک مسئلۀ بسیار مهم است]2[. در واقع 
منظور از داده‌های نامتوازن این اســت که تعداد نمونه‌های 
یــک یا چند رده12، بیشــتر از نمونه‌های یــک یا تعدادی از 
رده‌های دیگر باشــد]3[. در مجموعه داده‌های نامتوازن و 

رده‌های دودوئی13، رده اقلیت، مورد توّجه است]4[]5[.
از چالش‌های بزرگ و اساســی در داده‌های نامتوازن، 
می‌‌توان به: امــکان نادیده‌گرفتن ردۀ اقلیت، تمایل نمونه‌ها 

8- majority class
9- technique
10- balance
11- skewed
12- class
13- binary Class
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به جمعیتی که جزء مشکلات عدم توازن نیستند و به‌دست 
آوردن خطاهــای رده‌های مختلف برای کســب هزینه‌های 
مختلف، اشــاره کرد]3[. در رده‌بنــدی داده‌های نامتوازن، 
ممکن است رده اقلیت از درستی14ِ کمی برخوردار باشد]6[. 
این رده‌های اقلیت، خود نیز می‌توانند باعث کاهش دقّت15و 
افزایش خطاهای الگوهای کشف شده شوند]7[. همچنین رده 
اقلیت، باعث می‌شود تا ســاخت مجموعه داده آموزشی16 
نیز بســیار سخت شــود]8[. به عبارتی، داده‌ها و رده‌های 
نامتوازن، می‌توانند باعث ایجــاد اختلال در الگوریتم‌های 

یادگیری شوند]9[.
برای حل این قبیل چالش‌ها، معمولًا از چهار دسته‌بندی 
استفاده می‌شود. دسته‌بندی مفصل‌تری توسط ژونگلیِانگ 
ژِن و همکاران ارائه شده اســت که راه‌حل‌های موجود را 
برای برخورد با داده‌های نامتوازن، به چهار دستۀ رویکرد 
سطح داده، رویکرد ســطح الگوریتم، یادگیری حساس به 

هزینه و یادگیری گروهی تقسیم کرده است]8[.
یکی دیگر از راه‌حل‌های موجود در مواجهه با داده‌های 
نامتوازن، رویکــرد الگوریتمی و اســتفاده از درخت‌های 
تصمیم اســت؛ البته این نــوع از الگوریتم‌هــا دارای انواع 
مختلفی از جمله درخت‌های غیرحســاس به اندازۀ رده17، 
درخت‌هــای گروهی و از این قبیل اســت و یکــی از انواع 
الگوریتم‌های درخت‌های گروهی، جنگل تصادفی اســت]3[

]10[. در الگوریتم جنگل تصادفی، برای پیدا کردن بهترین 
رده‌بندی‌کنندۀ داده‌های نامتوازن، از رأی‌گیری18 بین نتایج 
چندین درخت استفاده می‌شود. در واقع، مسئله اصلی، پیدا 
کردن بهترین رده‌بنــدی برای مجموعه داده‌های نامتوازن 
اســت که این کار، بسیار سخت است زیرا با افزایش تعداد 
درختان، که یک متغیر وابسته به تعداد نمونه‌های مجموعه 
داده اســت، انتخاب بهترین مدل نیز سخت می‌شود. برای 
بهبود انتخاب بهترین جواب حاصل که همان مدل رده‌بندی 
اســت، بایــد بهبود مناســبی در عملکــرد الگوریتم جنگل 
14- accuracy
15- precision
16- training dataset
17- decision tree algorithms insensitive to the class Sizes
18- voting

تصادفی انجام شــود. همچنین مدت زمان اجرای الگوریتم 
جنــگل تصادفی بــر روی داده‌های بزرگ19، بســیار زیاد 
اســت که این خود یک نقطه ضعف بسیار بزرگ محسوب 
می‌شــود. در این تحقیق، هدف اصلی، بهبود روند انتخاب 
بهترین مــدل رده‌بندی برای داده‌های نامتوازن اســت که 
این کار، توسط شــبکه‌های عصبی-فازی در روند ساخت 

درخت و رأی‌گیری، صورت می‌گیرد.

 2. پیشینه کاری

برای اولین بــار به صورت رســمی، رده‌بندی داده‌ها 
به وســیله الگوریتم جنگل تصادفی، توسط لئو بریمن در 
سال 2001 مطرح شد]11[؛ از آن پس بود که این الگوریتم 
بــرای رده‌بندی داده‌ها مورد اســتفاده قــرار گرفت. یکی 
از معضــات رده‌بنــدی داده‌ها، عدم توازن اســت. ژولین 
توماس و همکاران در سال 2006 در دانشگاه لومیر لیون 
فرانســه به بهینه‌ســازی و ارزیابی جنگل تصادفی برای 
داده‌های نامتوازن، با اســتفاده از روشگان20 دو مرحله‌ای 
پرداختند]12[. دِ ریچارد کاتلر و همکاران در ســال 2007 
حتّی از الگوریتم جنگل تصادفــی برای رده‌بندی داده‌های 
بوم‏شناســی21 اســتفاده کردند و نتایج حاصله را با نتایج 
حاصــل از 4 روش دیگــر رده‌بندی، مقایســه کردند]13[. 
خوش‌گفتار و همکاران در ســال 2007 با اســتفاده از نرم 
افزار وِکا22، یک مطالعه تجربی بر روی رده‌بندی داده‌های 
نامتوازن با استفاده از الگوریتم جنگل تصادفی داشتند]10[. 
پیرِو بونیســونه و همکاران در ســال 2010، با استفاده از 
منطــق فازی، ســعی در بهبــود عملکــرد الگوریتم جنگل 
تصادفی داشــتند و ســعی کردند در مرحله رأی‌گیری از 
منطق فازی23 اســتفاده کنند و بدین ترتیب الگوریتم جنگل 
تصادفی مرحلۀی را ارائه دادند]14[. در سال 2011 خلیلیا 
و همکاران در دانشگاه میسوری از الگوریتم جنگل تصادفی 
برای پیش‌بینی میزان ریسک تشخیص بیماری از داده‌های 
19- big data
20- methodology
21- ecology
22- Weka
23- fuzzy logic
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بسیار نامتوازن اســتفاده کردند]15[. همچنین وریکاس و 
همکاران در سال 2011، طی یک تحقیق مروری، سازگاری 
و اصــل کلیت رتبه‌بندی در جنگل تصادفی را با اســتفاده 
از آزمایش‌های جدید، بررسی کردند]16[. در سال 2012، 
وُراشــالی وای کولکارنی و پرادیپ کیِ سینها، از دانشگاه 
پونا هند، هرس24 جنگل تصادفی را بررســی کردند و طی 
یک مقاله مروری موضوع هــرس را در درخت‌های تولید 
شده در جنگل تصادفی به چالش کشیدند]17[. سارا دلِ ریو 
و همکاران از دانشگاه گرانادا اسپانیا در سال 2014، مبحث 
داده‌های نامتوازن در MapReduce را با اســتفاده از جنگل 
تصادفی، مطرح کردند]18[. ژینگ یائو وُنگ و همکاران در 
سال 2014، حتی از الگوریتم جنگل تصادفی برای رده‌بندی 
متون نامتوازن اســتفاده کرده‌اند که نام الگوریتم خود را 
FORESTEXTER گذاشــتند]19[. در ســال 2016، هی ژائو و 

همکاران، متد جدیدی به نام SOB 25مطرح کرده‌اند که ترکیبی 
از تکنیک نمونه‌برداری افزایش ردۀ اقلیت و Bagging است 

که به صورت رده رده26عمل می‌کند]20[.

3. ضرورت تحقیق

داده‌های نامتــوازن در بســیاری از زمینه‌ها، از جمله 
پردازش تصاویر مغناطیسی، داده‌های بازاریابی، تشخیص 
نشتی مواد نفتی، تشخیص تغییرات سطح زمین با استفاده 
از تصـاویر سنجش از راه دور، رده‌بندی متون، رده‌بندی 
صحنه‌ها]5[، تشــخیص خطا در کارت‌هــای اعتباری]21[، 
زیســت داده‌ورزی]3[و پزشکی]22[ مشــاهده می‌شوند. 
برای مثال در زمینه پزشکی، در تشخیص بیماری سرطان، 
تعداد افراد مبتلا به سرطان بسیار کمتر از تعداد افراد سالم 
است؛ حال اگر فرد مبتلا به بیماری سرطان، سالم تشخیص 
داده شود باعث تلف شــدن زمان درمان و همچنین بروز 
فاجعه برای زندگی آن فرد می‌شــود]22[. به عنوان مثالی 
دیگــر، روزانه مطالب و متون زیادی در اینترنت، انتشــار 

24- pruning
25- Stratified Oversampling Bagging
26- stratified

پیــدا می‌کند که هر کدام از درجه اهمیّت خاصی برخوردار 
هستند؛ حال اگر هدف کشــف ارتباط مفاهیم بسیار داغ و 
مهم با مطالب نشر شده در اینترنت باشد، مطالب داغ و مهم 

نیز، خود داده‌های اقلیت محسوب می‌شوند]7[.
اغلب مجموعه داده‌های دنیای واقعی، عمدتاً ترکیبی از 
نمونه‌های طبیعــی و درصد کمی نمونه‌های غیر طبیعی یا 
جالب اســت. در این موارد، هزینه رده‌بندی اشــتباه نمونه 
غیرطبیعی27 یا جذاب به عنوان نمونه طبیعی بسیار بیشتر 

از هزینه خطای معکوس است]23[.

4. روش‌های رده‌بندی داده‌های نامتوازن

در برخــورد بــا داده‌هــای نامتوازن جهــت رده‌بندی 
آن‌ها، اکثراً روش‌های چهار دسته‌ای ارائه می‌شوند که در 
برخورد با داده‌های نامتوازن، الزاماً استفاده از رویکردهای 

زیر پیشنهاد نمی‌شوند.

4-1. رویکردهای تعبیه شده

این رویکرد در درون یادگیرنده یا در مرحلۀ یادگیری 
پیاده‌سازی می‌شود و یا ممکن است به عنوان یک رویکرد 
داخلــی در نظر گرفته شــده باشــد. این رویکرد شــامل 
روش‌هــای اعمــال و تنظیم و تعیین وزن و یا شــامل یک 
تابــع نادیده گرفتن بــرای نمونه‌های مختلــف و همچنین 
یادگیرنده‌هایــی که ذاتــاً برای برخی روش‌هــای انتخاب 
زیرنمونه عمل می‌کنند، باشــد. یادگیــری فعال، روش‌های 
مبتنی بر هسته و رویکردهای انتساب هزینه در این رویکرد 

قرار می‌گیرند]24[.

4-2. رویکردهای سطح داده

ایده اصلی این رویکرد مربوط به مرحله پیش‌پردازش 
داده‌ها است. در واقع در این رویکرد، برای حل عدم تعادل، 
توزیع رده‌ها نیز دســتکاری شده تا تعادل در کل رده‌های 
مجموعه داده‌ها حاصل شود. این رویکرد، بیشتر در ترکیب 
بــا رویکرد ترکیبی که در ادامه توضیح داده خواهد شــد، 

27- abnormal
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استفاده می‌شود]3[. از زیرروش‌های این رویکرد که بسیار 
استفاده می‌شوند، می‌توان به روش افزایش نمونه‌های رده 
یا رده‌های اقلیت، کاهش نمونه‌های رده یا رده‌های اکثریت، 

ROS ،28 RUS 29و 30‌SMOTE اشاره کرد]8[.

4-3. رویکرد حساس به هزینه

در این رویکرد، برای افزایش دقّت و صحّت، به نمونه‌های 
هر رده، وزن اختصاص داده می‌شود. از زیرروش‌های این 
رویکرد می‌توان به درخت‌های تصمیم حساس به هزینه و 

شبکه‌های عصبی حساس به هزینه اشاره کرد]3[.
در واقــع در این رویکرد، برای رده‌هــای اقلیتی که به 
صورت اشــتباهی رده‌بندی می‌شــوند نیز وزن بیشتری 
نســبت به ردۀ اکثریت در نظر گرفته می‌شود؛ بنابراین در 
فرآیند یادگیــری، هدف، کاهش خطاهــای وزنی، به جای 

افزایش نرخ صحّت است]8[.

4-4. رویکرد ترکیبی

این رویکرد، اغلب برای روش‌های رده‌بندی استاندارد 
که برای رده‌بندی داده‌های نامتوازن، نامناســب هستند، به 
کار می‌رود. رویکردهای ترکیبی بر مبنای سطح داده، یکی 
از زیررویکردهای این دســته اســت. در این رویکرد، هر 
رده‌بندی با یک مجموعه دادۀ پیش‌پردازش شده، آموزش 

28- Random Under-Sampling
29- Random Over-Sampling
30- Synthetic Minority Over-sampling Technique

می‌بینــد. در زیررویکرد ســطح داده، رده‌بندی کننده‌های 
مختلف با مجموعه داده‌های پیش‌پردازش شــده اســتفاده 
می‌شود. در واقع رده‌بندی کننده‌های استاندارد با مجموعه 
داده‌هایی که پیش‌پردازش شــده‌اند نیز مورد استفاده قرار 

می‌گیرند]3[.
در رویکرد ترکیبی، زمانی کــه از رده‌بندی کننده‌های 
مستقل استفاده می‌شود، صحّت، پیش‌بینی بالاتر و بهتری 
نســبت به تک رده‌بندی کننده‌هــای قــوی دارد. بنابراین 
می‌تــوان گفت که رده‌بنــدی کننده‌های ترکیبــی داده‌های 
نامتوازن، بیشتر برای احقاق دقّت تشخیص بالاتر، استفاده 
می‌شــوند]25[. یکــی از انــواع زیررویکردهــای ترکیبی، 
زیررویکرد SMOTEBAGGING اســت که شامل Bagging و 
بخــش متفاوتــی از SMOTE و Oversampling در هر تکرار 

است]3[.
هر یــک از روش‌های رده‌بندی داده‌هــای متوازن نیز 
دارای نقاط ضعف و قوت هستند که به صورت اجمالی در 

جدول 1 بیان شده‌اند.
با توّجه به جدول 1، روش ســطح داده، برای رده‌بندی 
داده‌هــای نامتوازن که دارای حساســیت زیادی هســتند، 
مناســب نمی‌باشــند زیرا ممکن اســت از داده‌های مهم و 
اثرگذار در نتیجه، صرفنظر شــود؛ همچنیــن در رویکرد 
سطح داده، حتی با ترکیب روش‌های آن، باز کلیۀ فعالیت‌ها 
در مرحلۀ پیش‌پردازش انجام ‌می‌شــود امّا در نقطه مقابل، 

جدول 1 - انواع روش‌های رده‌بندی داده‌های نامتوازن و مزایا و معایب آن‌ها

معایبمزایاروش

انطباق با داده‌های حجیم، عدم نیاز به پیش‌پردازش رویکردهای تعبیه شده
محاسبات سنگین برای اختصاص وزنداده‌ها

عدم نیاز به فرمول و محاسبه وزن، استفاده کردن از رویکردهای سطح داده
رویکردهای استاندارد

حذف و نادیده گرفته شدن برخی از داده‌های پراهمیّت و 
مهم، پیش‌پردازش سخت در داده‌های بزرگ

دقّت و صحّت بالا، جلوگیری از رده‌بندی اشتباه ردۀ رویکردهای حساس به هزینه
اقلیت، کاهش خطای وزنی نسبت به روش‌های دیگر

پیدا کردن بهترین فرمول لازم برای وزن‌دهی ردۀ اقلیت، 
محاسبات سنگین

دقّت تشخیص بالا، استفاده از رده‌بندی کننده‌های رویکردهای ترکیبی
انجام پیش‌پردازش روی داده‌ها، انطباق روش‌ها با یکدیگراستاندارد
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رویکردهای ترکیبی بسیار مؤثرتر و بهتر هستند، زیرا هم 
می‌تــوان از رویکردهای ســطح داده و هم از رویکردهای 
الگوریتمی جهت رده‌بندی داده‌های نامتوازن استفاده کرد.

در رویکــرد ســطح داده، زیررویکردهــای متنوع‌تری 
وجود دارند که این باعث می‌شــود بتــوان برای رده‌بندی 
داده‌های نامتوازن از زیررویکردهای متناسب‌تری استفاده 

کرد.
از رویکرد حســاس به هزینه زمانی استفاده می‌شود 
که اهمّیــت مقادیر صفت خاصه زیاد اســت امّا زمانی که 
تعــداد نمونه‌های رده‌های مختلف زیاد و از اهمّیت کمتری 
برخوردار باشــند می‌توان از روش و رویکرد سطح داده 

استفاده کرد.
در واقــع بهترین روش، رویکرد ترکیبی و ســاده‌ترین 
روش، رویکرد سطح داده است که از دقّت و صحّت کمتری 

برخوردار است.

5. روش پیشنهادی

روش پیشــنهادی ارائه شده در این تحقیق، سعی دارد 
با در نظرگیــری معیارهای مهمی همانند دقّت، مســاحت 
 F-Measure ،31زمان، صحّت، نرخ خطــا ،ROC زیر منحنــی

31- error rate

G-Means، حساســیت32 و ویژگی، نشــان دهــد که دارای 

شایستگی رده‌بندی داده‌های نامتوازن است. قبل از ورود 
به الگوریتم یا روش پیشــنهادی، داده‌ها باید بین محدودۀ 
صفــر و یک، نرمال‌ســازی شــده باشــند. همچنین برای 
انتخاب ســتون‌های تصادفی، از بین کل مجموع داده‌های 
نرمال‌سازی شــده، باید میزان همبســتگی33 کلیۀ صفات 

خاصه با ستون هدف نیز محاسبه شده باشند.
کلیۀ مراحل روش پیشــنهادی در شــکل 1 نشان داده 
شده اســت و برخی از مراحل می‌تواند به صورت موازی 

نیز اجرا شود.
در مرحلۀ اول، داده‌های نرمال‌سازی شده، وارد برنامه 
شده و به دو دسته تقسیم می‌شوند: 1- دسته رده اکثریت 
که ستون هدف آن‌ها مقدار صفر دارد. 2- دستۀ ردۀ اقلیت 
که مقدار ستون هدف آن‌ها، مقدار یک دارد. سپس الگوریتم 
افزایــش نمونه‌هــای ردۀ اقلیت که SMOTE اســت بر روی 
دستۀ دوم، اجرا می‌شود و تعداد نمونه‌های تصادفی که از 
قبل، درصد آن‌ها نیز مشخص شده است، تولید می‌شوند. 
همچنین، الگوریتم کاهش تصادفی نمونه‌ها، بر روی دستۀ 
اول انجام می‌شــود و با کاهش نمونه‌های ردۀ اکثریت، به 
درصد مورد نظر ما بین ردۀ اقلیت و ردۀ اکثریت می‌رسد. 
شــایان ذکر است دو مرحلۀ کاهش نمونه‌های ردۀ اکثریت 
و افزایش نمونه‌های ردۀ اقلیت، می‌تواند به صورت موازی 

هم اجرا شود.
پس از ایجاد توازن تعیین شــده، حــال باید وارد حلقۀ 
اصلی تکرار شــده و هســتۀ اصلی روش پیشنهادی اجرا 
شــود. در این حلقه، هر بار به صــورت تصادفی، تعدادی 
ستون از بین ستون‌های مجموعه دادۀ آماده شده در مرحلۀ 
قبل، انتخاب می‌شــود. به همین منظور برای هر ستون یک 
وزن که همان نســبت همبســتگی صفات خاصه با ستون 
هدف اســت، در نظر گرفته می‌شود. ســپس، از بین همان 
مجموعه با ســتون‌های تصادفی انتخاب شده، به میزان80 
درصد از داده‌ها، برای مجموعه داده‌های آموزشــی و 20 

32- sensitivity
33- correlation

شکل 1 : مراحل روش پیشنهادی
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درصد از داده‌ها بــرای مجموعه داده‌های آزمون، انتخاب 
می‌شــود. در مرحله بعد‌، آموزش هسته و ساختار انفیس 
صورت می‌گیرد و بعد از آن با استفاده از هر دو مجموعه 
دادۀ آموزشــی و مجموعه دادۀ آزمون، خروجی سیستم 

انفیس نیز تولید می‌شود.
بعــد از این که کلیــۀ نتایج حاصل از تکرار مشــخص 
انفیــس، به‌دســت آمــد از رابطــه 1 برای انجــام عملیات 
رأی‌گیری استفاده می‌شود و نتایج رأی‌گیری نیز به همراه 

نتایج ستون هدف، ماتریس ابهام را تشکیل می‌دهند.

در رابطه VFinal voting ،1، بیانگر نتیجه رأی‌گیری کل نتایج 
حاصل از انفیس اســت. منظــور از step، همان تابع پله‌ای 
اســت که نتیجۀ حاصل از عملیات داخــل پرانتز، به صفر 
یا یک منجر می‌شــود. i نیز بیانگر شــمارندۀ نتایج حاصل 
از تکرار انفیس اســت؛ به عبارت بهتر، شــمارندۀ مربوط 
به ســتون‌های جدول نتایج انفیس اســت که تا n ادامه پیدا 
می‌کند. n نیز تعداد کل خروجی‌های حاصل از تکرار انفیس 
اســت. oi، خروجی مربوط به هر تکرار انفیس است؛ برای 
 ،oi = 0.2 مثال خروجی تکرار دوم انفیس، عدد 0/2 است که
بیانگر همین مســئله است. T یک عدد ثابت است که در این 

تحقیق 0/5 است.
در مرحله پایانی، کلیۀ معیارها، با اســتفاده از ماتریس 

ابهام نیز ارزیابی می‌شوند.

6. شبیه‌سازی

در ایــن تحقیق از داده‌هــای creadit_card که از پایگاه 
دادۀ kaggle است، اســتفاده شده است. این مجموعه داده، 
تراکنش‌های کارت‌های اعتباری ناشــناس در سال 2013 
را بــا دو برچســب اصلی یا تقلبی مشــخص می‌کند. کلیۀ 
نمونه‌هــای این مجموعه داده، مربــوط به تراکنش‌های دو 
روز کارت‌های اعتباری است. این مجموعه داده که نظارت 

شده34 است دارای 284807 نمونه35 است.

34- supervised
35- sample

این مجموعه داده دارای 30 صفت خاصه است که یک 
ستون هدف آن نیز دو رده‌ای است. در ستون هدف، تعداد 
نمونه‌های ردۀ اقلیت که با عدد یک مشــخص شــده است، 
492 نمونه است و این بدین معنی است که 492 نمونه تقلبی 
وجــود دارد و تعداد نمونه‌هــای ردۀ اکثریت نیز 284315 

نمونه است.
در شکل 2، کلیۀ مراحل شبیه‌سازی در این تحقیق، نشان 
داده شده است. همان‌طور که در شکل 2 مشاهده می‌شود، 
در ابتدا باید مقادیر رشــته‌ای مجموعــه‌ دادۀ نامتوازن به 
مقادیر عددی تبدیل شــود که به اصطلاح، مقادیر رشته‌ای 
به دســته‌بندی عددی تبدیل می‌شــوند. البته هیچ اجباری 
در اســتفاده از اعداد صحیح و یا اعشــاری نیست ولی در 
بســیاری از موارد از اعداد صحیح اســتفاده می‌شود. در 
مرحلۀ بعــد، کلیۀ مقادیر مجموعه داده‌هــای نامتوازن که 
مقادیر عددی هستند، بین محدودۀ عددی صفر و یک قرار 
می‌گیرند که به اصطلاح، نرمال‌سازی می‌شوند. در مرحلۀ 
سوم، الگوریتم و روش پیشنهادی بر روی داده‌های نرمال 
شده، پیاده‌ســازی می‌شود. در مرحلۀ بعد، همان داده‌های 
نرمال شــده، توســط روش‌های دیگری برای مقایســه با 
روش پیشنهادی، استفاده می‌شود. این روش‌ها عبارتند از: 
شــبکه‌های عصبی، جنگل تصادفی، درخت تصمیم C4.5 و 
انفیــس. در مرحله پایانی، تمام نتایج حاصل از 5 روش، با 

یکدیگر مقایسه شده و نتیجه نهایی نیز بیان می‌گردد.
در این تحقیق، ابتدا مجموعه دادۀ نرمال‌ســازی شده، 
توسط روش پیشــنهادی، استفاده شده و نتایج حاصل از 
آن نیز طبق جداولی به‌دســت آمد. برای به‌دســت آوردن 
نتایــج، از طریق الگوریتم و روش پیشــنهادی به این‌گونه 
عمل می‌شــود که ابتدا باید مواردی از قبیل میزان درصد 
توازن ردۀ اقلیت و اکثریت، تعداد نزدیک‌ترین همسایه برای 
محاسبه افزایش تعداد نمونه‌های ردۀ اکثریت یا همان روش 
SMOTE، میزان درصد افزایش ردۀ اقلیت، تعداد سرخوشه‌ها 

 و هــم چنین تعــداد همســایه‌های سرخوشــه‌ها، در نظر 
گرفته می‌شود.
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7. نتایج شبیه‌سازی 

نتایــج حاصل از شبیه‌ســازی در جدول 2، به صورت 
کامل مشــاهده می‌گردد. کلیۀ معیارها به درصد بیان شده 
است و مدت زمان اجرای الگوریتم‌ها نیز، به ثانیه بیان شده 

است؛ معیارها در میزان تکرار مختلف ارزیابی شده‌اند.
معیار دقّت نیز در روش پیشنهادی، با توازن %50-%50 
)ردۀ اقلیت و ردۀ اکثریت، هر دو مساوی باشند(، بالای 90 
درصد است؛ همچنین مساحت زیر منحنی ROC، در روش 
پیشنهادی بالای 96 درصد اســت. میانگین دقّت 92/89 و 
همچنین میانگین نمــودار زیر منحنی ROC برای ردۀ اقلیت 
با عدد 96/57، برای روش پیشــنهادی قابل مشاهده است 
که روند رو به رشــد و خوبی را نشان می‌دهد. مدّت زمان 
اجرای روش پیشنهادی در توازن نسبتاً مساوی برای هر 
دو رده، در هر تکرار، نسبت به همۀ روش‌های دیگر موجود 

در این تحقیق، پایین‌تر و به بیان دیگر، بهتر است.
البته، در روش شبکه‌های عصبی-مصنوعی، معیارها، 
رشــد خوبی دارند و مســاحت زیر منحنی ROC در روش 
شبکه‌های عصبی-مصنوعی، میزان بالایی با مقدار 97/04 
درصد را دارد امّا میزان دقّت الگوریتم شبکه‌های عصبی-

مصنوعــی بــر روی داده‌های نامتوازن، نســبت به روش 
پیشنهادی، کمتر است.

در روش انفیس نیز، به دلیل مدّت زمان اجرای طولانی، 

ادامــه نتیجه‌گیــری الگوریتــم انفیس بــر روی داده‌های 
نامتــوازن، به صرفه نبوده اســت. بنابرایــن، ادامه رویه 
و اجــرای الگوریتم انفیــس بر روی داده‌هــای نامتوازن، 
بســیار زمانگیر اســت. الگوریتم درخت تصمیم C4.5 نیز 
در حالت تســاوی توازن بین رده‌های اقلیت و اکثریت و با 
پیش‌پردازش داده‌ها، بر روی داده‌های نامتوازن انجام شده 
است. در این روش، میانگین کلیۀ پارامترها، سیر صعودی 
دارد و این سیر صعودی در معیارهای دقّت و مساحت زیر 
منحنی ROC مشــهود است، امّا مدّت زمان اجرای الگوریتم 
درخت تصمیم C4.5 بر روی داده‌های نامتوازن، نیز بیشتر 

از الگوریتم و روش پیشنهادی است. 
الگوریتم درخت تصادفی بــدون پیش‌پردازش داده‌ها 
بــر روی داده‌های نامتوازن با همــان درصد توازن اولیه، 
اجرا شده اســت که همانطور که مشاهده می‌گردد، نسبت 
به روش پیشــنهادی دارای درصد بیشــتری در مساحت 
زیر منحنی ROC است. امّا معیار دقّت آن از درصد کمتری 
نســبت به روش پیشنهادی برخوردار اســت. مدّت زمان 
اجرای الگوریتم جنگل تصادفــی بر روی 284807 نمونه، 
زیاد اســت. در نتیجه، ادامه شبیه‌سازی با 15 و 20 تکرار 
یــا همان تعداد جنگل‌های تصادفی، به صرفه نبوده و مدّت 

زمان زیادی اتلاف می‌شود.

8. نتیجه‌گیری

در این تحقیق، سعی شد، معیارهای مختلفی برای روش 
پیشنهادی، ارزیابی شوند که از تمامی معیارهای بیان شده، 
معیارهای دقّت، مســاحت زیر منحنی ROC و زمان اجرای 
روش پیشنهادی، مهم‌تر بودند. با توجه به نتایج حاصل از 
اجرای الگوریتم و روش پیشنهادی بر روی مجموعه دادۀ 

creadit_card، نتایج زیر حاصل می‌شود:

• مدّت زمان اجرای روش پیشنهادی نسبت به روش‌های 	
دیگری که در این تحقیق بیان شده‌اند، بسیار بهتر است و این 
نشان می‌دهد که روش پیشنهادی از نظر پیچیدگی زمانی، 
در وضعیت مناسبی قرار دارد. حتی روش پیشنهادی، در 

شکل 2 : مراحل کلی انجام شبیه‌سازی
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جدول 2 : نتایج حاصل از روش پیشنهادی، انفیس، شبکه‌های عصبی-مصنوعی، درخت تصمیم C4.5 و جنگل تصادفی بر روی داده‌های نامتوازن 
kaggle از دادگان creadit_card

میانگین
تکرار

میزان معیارها
روشتوازن 20151052

TrainTestTrainTestTrainTestTrainTestTrainTest
96.3595.9995.8996.6496.4996.4696.4496.4895.6496.4597.02Accuracy

50-50

proposed m
ethod

3.644.004.103.353.503.533.553.514.353.542.97Error rate
96.2295.8295.7296.5296.3796.3396.3496.3695.4796.3296.98F-Measure
96.5196.2296.1196.8096.6696.6396.5896.6395.8296.6197.10G-Mean
92.8991.9991.9193.2892.9992.9593.2793.2592.0592.9994.24Precision
99.8010099.8610010099.9599.6099.6999.1699.9099.88Sensitivity
93.3392.5892.5193.7193.4493.4293.6593.6592.5993.4394.40Specificity
96.5796.2996.1896.8596.7296.6996.6396.6795.8796.6797.14AUC
72.1490.983.277.859.449.4Time
99.90------------------------99.9099.90Accuracy

0.17-99.83

AN
FIS

0.09------------------------0.090.09Error rate
68.46------------------------67.5069.42F-Measure
91.57------------------------90.9192.24G-Mean
57.81------------------------57.0258.60Precision
83.93------------------------82.7185.15Sensitivity
99.92------------------------99.9299.92Specificity
91.93------------------------91.3292.54AUC

34825.6------------34825.6Time
99.9599.9699.9599.9699.9599.9699.9599.9699.9499.9599.95Accuracy

0.17-99.83

AN
N

0.030.030.040.030.040.030.040.030.050.040.04Error rate
86.9589.3785.6189.3786.6889.2085.2188.9182.9586.8785.35F-Measure
96.9998.4296.4098.4296.8598.0896.2698.3095.5496.4095.23G-Mean
80.8082.9279.3382.9280.5483.1378.8582.3175.9781.5280.58Precision
94.1296.9192.9796.9193.8496.2392.7096.6591.3392.9790.72Sensitivity
99.9699.9799.9699.9799.9699.9799.9699.9699.9599.9699.96Specificity
97.0498.4496.4798.4496.9098.1096.3398.3195.6496.4795.34AUC
563.51090.6886.5479.0247.6114.1Time
98.0199.2297.3599.3096.6898.4596.9298.7597.2899.1996.98Accuracy

50-50

C4.5
1.980.7722.6430.6913.3141.5453.0791.2412.7120.8063.013Error rate
97.9999.2297.3499.3096.6598.4296.8898.7497.2399.1897.03F-Measure
98.0299.2397.3699.3196.6998.4996.9498.7897.3199.2096.97G-Mean
97.0898.4596.8098.6196.2696.9095.5897.5196.0198.3796.33Precision
98.9310097.8810097.0410098.2210098.4910097.74Sensitivity
97.1298.4796.8398.6396.3397.0095.6897.5896.1598.4196.21Specificity
98.0399.2397.3699.3196.6998.5096.9598.7997.3299.2096.98AUC
492.9910.1689.2493.8249.4122.2Time
99.95------------99.9699.9499.9699.9599.9699.94Accuracy

0.17-99.83

RF

0.04------------0.0380.0520.030.040.030.05Error rate
85.37------------87.5683.4787.7384.5088.6080.39F-Measure
98.17------------98.7297.5499.0997.7398.7097.24G-Mean
76.64------------79.4774.3379.2675.7381.2269.88Precision
96.42------------97.5095.1898.2395.5797.4694.61Sensitivity
99.95------------99.9699.9599.9699.9599.9699.94Specificity
98.19------------98.7397.5699.1097.7698.7197.28AUC
2343.2------4135.72058.6835.3Time
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پارامتر زمان، میانگین بهتری نسبت به شبکه‌های عصبی-
مصنوعی دارد.

• روش پیشنهادی در معیار دقّت نیز نسبت به روش‌های 	
جنگل تصادفــی، انفیس و بخصوص شــبکه‌های عصبی 
مصنوعی، که حتّــی از نظر مدّت زمان اجــرا، میانگین به 
نسبت نزدیک به روش پیشنهادی دارد، نتایج خوبی را ارائه 
داده اســت که میانگین دقّت بــالای 92 درصد برای روش 
پیشنهادی بیانگر این نتیجه‌گیری است امّا نسبت به روش 
ارائه شدۀ مشابه که C4.5  نام دارد، این دقّت کم است. البته 
توجیه‌پذیر است که هستۀ الگوریتم پیشنهادی که الگوریتم 

جنگل تصادفی است با هستۀ روش C4.5، متفاوت است.

• از روش پیشــنهادی می‌توان برای داده‌های بســیار 	
بزرگ اســتفاده کرد. روش پیشــنهادی، به راحتی مرحله 
پیش‌پردازش داده‌ها را انجام داده و ســپس با دقّت خوبی، 
رده‌بندی داده‌هــای نامتوازن با میزان تــوازن مختلف را 

انجام می‌دهد.

9. چالش‌ها و پیشنهادها

در هــر تحقیــق علمی، بایــد نقاط و مســیرهای آینده 
مشــخص باز باشد تا آن تحقیق، پیشــرفت کرده و رشد 
نماید. در این تحقیق نیز مســیرها و نقاط حساســی برای 
بررسی و پیشرفت بیشتر وجود دارد که به شرح ذیل بیان 

می‌گردند.

• در ایــن تحقیق از دســتور تشــکیل ســاختار انفیس 	
براساس خوشه‌یابی شعاعی استفاده شده است که مقدار 
ثابت 0/5 برای پارامتر شعاع در نظر گرفته شده است؛ امّا 
با توجه به این که برای هر مجموعه داده می‌تواند این شعاع 
تغییر کند، نیاز به بررسی بیشتر بر روی این پارامتر است. 
به دلیل این که در روش پیشــنهادی، ساخت نمونه‌های 
تصادفی برای ردۀ اقلیت صــورت می‌گیرد، می‌توان برای 
بهبود این روش، از روش پیش‌پردازش داده‌ها استفاده کرد 
که نمونه‌های تصادفی دقیق‌تر و مشابه‌تری نسبت به ردۀ 

اقلیت، تولید کنند.

• در روش پیشنهادی، در زمان انتخاب یک زیر مجموعه 	
از مجموعۀ اصلی داده‌ها، برای تشکیل یک انفیس، بعضی 
از صفات خاصه انتخاب نمی‌شــوند؛ می‌توان بر روی این 
موضوع که چگونه می‌‎توان بدون افزایش پیچیدگی زمانی 
و مدّت زمان اجــرای الگوریتم و روش پیشــنهادی، کلیۀ 
صفات خاصه در تشکیل ساختار انفیس و نتایج آن سهیم 

باشند، تحقیق کرد.

مراجع
[1]H. Sain and S. W. Purnami, “Combine Sampling Support 
Vector Machine for Imbalanced Data Classification,” Procedia 
Comput. Sci., vol. 72, pp. 59–66, 2015.
[2]S. Kotsiantis, D. Kanellopoulos, and P. Pintelas, “Handling 
imbalanced datasets: A review,” GESTS Int. Trans. Comput. Sci. 
Eng., vol. 30, no. 1, pp. 25–36, 2006.
[3]J. F. Díez-Pastor, J. J. Rodríguez, C. García-Osorio, and L. I. 
Kuncheva, “Random Balance: Ensembles of variable priors 
classifiers for imbalanced data,” Knowledge-Based Syst., vol. 
85, pp. 96–111, 2015.
[4]J. Van Hulse, T. M. Khoshgoftaar, and A. Napolitano, “Ex-
perimental perspectives on learning from imbalanced data,” 
in Proceedings of the 24th international conference on Ma-
chine learning, 2007, pp. 935–942.
[5]A. D’Addabbo and R. Maglietta, “Parallel selective sampling 
method for imbalanced and large data classification,” Pattern 
Recognit. Lett., vol. 62, pp. 61–67, 2015.
[6]C. Jian, J. Gao, and Y. Ao, “A new sampling method for clas-
sifying imbalanced data based on support vector machine en-
semble,” Neurocomputing, vol. 193, pp. 115–122, 2016.
[7]J. Fan, Z. Niu, Y. Liang, and Z. Zhao, “Probability Model Se-
lection and Parameter Evolutionary Estimation for Clustering 
Imbalanced Data without Sampling,” Neurocomputing, 2016.
[8]Z. Zhang, B. Krawczyk, S. Garcìa, A. Rosales-Pérez, and F. 
Herrera, “Empowering one-vs-one decomposition with en-
semble learning for multi-class imbalanced data,” Knowledge-
Based Syst., 2016.
[9]S. Vluymans, I. Triguero, C. Cornelis, and Y. Saeys, “EPREN-
NID: An evolutionary prototype reduction based ensemble for 
nearest neighbor classification of imbalanced data,” Neuro-
computing, vol. 216, pp. 596–610, 2016.
[10]T. M. Khoshgoftaar, M. Golawala, and J. Van Hulse, “An em-
pirical study of learning from imbalanced data using random 
forest,” in 19th IEEE International Conference on Tools with 
Artificial Intelligence (ICTAI 2007), 2007, vol. 2, pp. 310–317.
[11]L. Breiman, “Random forests,” Mach. Learn., vol. 45, no. 
1, pp. 5–32, 2001.
[12]J. Thomas, P.-E. Jouve, and N. Nicoloyannis, “Optimisation 
and evaluation of random forests for imbalanced datasets,” 



38

13
97

ر 
بها

 / 
شی

یان
را

م 
لو

ع

in International Symposium on Methodologies for Intelligent 
Systems, 2006, pp. 622–631.
[13]D. R. Cutler et al., “Random forests for classification in 
ecology,” Ecology, vol. 88, no. 11, pp. 2783–2792, 2007.
[14]P. Bonissone, J. M. Cadenas, M. C. Garrido, and R. A. Díaz-
Valladares, “A fuzzy random forest,” Int. J. Approx. Reason., 
vol. 51, no. 7, pp. 729–747, 2010.
[15]M. Khalilia, S. Chakraborty, and M. Popescu, “Predicting 
disease risks from highly imbalanced data using random for-
est,” BMC Med. Inform. Decis. Mak., vol. 11, no. 1, p. 1, 2011.
[16]A. Verikas, A. Gelzinis, and M. Bacauskiene, “Mining data 
with random forests: A survey and results of new tests,” Pat-
tern Recognit., vol. 44, no. 2, pp. 330–349, 2011.
[17]V. Y. Kulkarni and P. K. Sinha, “Pruning of random forest 
classifiers: A survey and future directions,” in Data Science & 
Engineering (ICDSE), 2012 International Conference on, 2012, 
pp. 64–68.
[18] S. del Río, V. López, J. M. Benítez, and F. Herrera, “On the 
use of MapReduce for imbalanced big data using Random For-
est,” Inf. Sci. (Ny)., vol. 285, pp. 112–137, 2014.
[19] Q. Wu, Y. Ye, H. Zhang, M. K. Ng, and S.-S. Ho, “ForesTex-
ter: an efficient random forest algorithm for imbalanced text 
categorization,” Knowledge-Based Syst., vol. 67, pp. 105–116, 

2014.
[20] H. Zhao, X. Chen, T. Nguyen, J. Z. Huang, G. Williams, and 
H. Chen, “Stratified Over-Sampling Bagging Method for Ran-
dom Forests on Imbalanced Data,” in Pacific-Asia Workshop 
on Intelligence and Security Informatics, 2016, pp. 63–72.
[21] S. Datta and S. Das, “Near-Bayesian Support Vector Ma-
chines for imbalanced data classification with equal or un-
equal misclassification costs,” Neural Networks, vol. 70, pp. 
39–52, 2015.
[22] G. Haixiang, L. Yijing, L. Yanan, L. Xiao, and L. Jinling, 
“BPSO-Adaboost-KNN ensemble learning algorithm for multi-
class imbalanced data classification,” Eng. Appl. Artif. Intell., 
vol. 49, pp. 176–193, 2016.
[23] N. V Chawla, K. W. Bowyer, L. O. Hall, and W. P. Kegel-
meyer, “SMOTE: synthetic minority over-sampling technique,” 
J. Artif. Intell. Res., vol. 16, pp. 321–357, 2002.
[24] W. A. Rivera and P. Xanthopoulos, “A priori synthetic 
over-sampling methods for increasing classification sensitiv-
ity in imbalanced data sets,” Expert Syst. Appl., vol. 66, pp. 
124–135, 2016.
[25] R. Barandela, R. M. Valdovinos, and J. S. Sánchez, “New 
applications of ensembles of classifiers,” Pattern Anal. Appl., 
vol. 6, no. 3, pp. 245–256, 2003.


