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چکیده
در سال های اخیر، رشــد شبکه های اجتماعی برخط و 
افزایش تعامل کاربران با نشــان های تجاری، تحلیل رفتار 
کاربــران و پیش‌بینی روابط میان کاربران و نمانام ها را به 
یکی از موضوعات مهم در تحلیل شبکه های اجتماعی تبدیل 
کرده اســت. در این پژوهش، چارچــوبی مبتنی بر نظریه 
گــراف و الگوریتم هــای یادگیری ماشین بــرای پیش‌بینی 
ارتبــاط میــان کاربــران و نمانام های تجاری در شــبکه 
اجتماعی ایکس ارائه شــده اســت. برای انجام این تحقیق، 
داده های مربوط به دنبال کنندگان شش نمانام‌ تجاری شامل 
آدیــداس، نایکی، ریبوک، لاکوســت، هوکا و جامپمن۲۳ از 
طریق رابط برنامه نویسی کاربردی ایکس جمع آوری شد. 
ســپس ویژگی هایی شــامل مقدار رتبةصفحه، کوتاه ترین 
مسیر، تعداد دنبال کنندگان، تعداد دنبال شوندگان و اشتراک 
همسایگی استخراج و پس از پیش پردازش و نرمال سازی، 
به عنوان ورودی مدل های یادگیری ماشین اســتفاده شد. 
در ادامــه، عملکــرد ســه الگوریتم رگرسیون لجســتیک، 
جنــگل تصادفی و ماشین بردار پشــتیبان با اســتفاده از 
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اعتبارسنجی متقابل ده بخشی ارزیابی گردید. نتایج نشان 
داد کــه الگوریتم جنگل تصادفی با دقت ۹۷ درصد عملکرد 
بهتری نســبت به سایر مدل ها داشته است، در حالی که دو 
الگوریتــم دیگر به دقت ۹۵ درصد دســت یافتند. نتایج این 
پژوهش نشــان می‌دهد که ترکیب ویژگی های ســاختاری 
گراف با الگوریتم های یادگیری ماشین می تواند رویکردی 
مؤثر برای پیش‌بینی ارتباط کاربران با برندها در شبکه های 

اجتماعی باشد.
کلید واژه هــا: تحلیل شــبکه های اجتمــاعی، یادگیری 
ماشین، نظریه گــراف، پیش‌بینی ارتباط کاربران، شــبکه 

اجتماعی ایکس

1- مقدمه 
در دهــه اخیر، شــبکه های اجتماعی برخــط به یکی از 
مهم ترین بســترهای تعامل میان کاربران، ســازمان ها و 
نمانام های تجاری تبدیل شــده‌اند. رشد سریع این شبکه ها 
و افزایــش حجــم داده های تولیدشــده توســط کاربران، 
فرصت های گســترده‌ای را برای تحلیل رفتــار اجتماعی، 
شناســایی الگوهای ارتباطی و پیش‌بینی تعاملات کاربران 
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فراهــم کرده اســت. در این میان، شــبکه اجتماعی ایکس1 
)توییتر2( به دلیل ساختار گراف‌محور، تعداد زیاد کاربران 
فعال و دســترسی بــه داده های تعاملی، به یــکی از منابع 
اصلی مطالعــات حوزه تحلیل شــبکه های اجتماعی تبدیل 
شده اســت ]1, 2[. تحلیل داده های موجود در این شبکه ها 
می تواند اطلاعات ارزشمندی درباره علایق کاربران، نحوه 
شــکل‌گیری ارتباطــات و میزان تأثیرگــذاری نمانام ها در 

اختیار پژوهشگران و کسب‌وکارها قرار دهد.
شبکه های اجتماعی معمولًاً به صورت گراف مدل سازی 
می شوند که در آن گره ها نمایانگر کاربران و یال ها بیانگر 
روابط یا تعاملات میان آنها هســتند. این نوع نمایش امکان 
اســتفاده از مفاهیم نظریه گراف را برای تحلیل ســاختار 
شــبکه، شناســایی کاربران تأثیرگذار و بــررسی روابط 
اجتماعی فراهم می کند ]3[. در ســال های اخیر، معیارهای 
مبتــنی بر تحلیل گــراف مانند درجــه3، مرکزیت4، ضریب 
خوشه بندی5، کوتاه ترین مسیر6 و الگوریتم رتبةصفحه7 در 
بسیاری از مطالعات مورد استفاده قرار گرفته‌اند ]4, 5[. با 
این حال، این ویژگی ها به تنهایی قادر به مدل‌ســازی کامل 
پیچیدگی رفتار کاربران در شــبکه‌های اجتماعی نیستند و 

معمولا قدرت پیش‌‌بینی محدودی دارند.
در مقابل، الگوریتم های یادگیری ماشین به دلیل توانایی 
در یادگیــری الگوهای پنهان داده ها، در حوزه تحلیل رفتار 
کاربــران و پیش‌بینی روابط اجتماعی کاربرد گســترده‌ای 
پیــدا کرده‌اند ]6[. روش هایی مانند رگرسیون لجســتیک8، 
جنگل تصــادفی9 و ماشین بــردار پشــتیبان10 از جمله 
الگوریتم هایی هســتند که در مسائل طبقه بندی و پیش‌بینی 
ارتباطات شــبکه‌ای عملکرد قابل قبولی ارائــه کرده‌اند ]7, 
8[. با این وجود، بخــش قابل توجهی از مطالعات پیشین یا 
تنها بر تحلیل ســاختاری شبکه متمرکز بوده‌اند و یا بدون 

1-X
2-Twitter
3-Degree
4-Centrality
5-Clustering Coefficient
6-Shortest Path
7-PageRank
8-Logistic Regression (LR)
9-Random Forest (RF)
10-Support Vector Machine (SVM)

اســتفاده مؤثــر از ویژگی های گرافی، صرفــاًً از مدل های 
یادگیری ماشین اســتفاده کرده‌اند. بنابراین، همچنان نیاز 
به رویکردهای ترکیبی وجــود دارد که بتوانند هم‌زمان از 
ساختار شــبکه و قدرت یادگیری ماشین استفاده کنند ]9, 

.]10
در ایــن پژوهــش، رویکردی ترکیبی مبتــنی بر تحلیل 
شبکه های اجتماعی و الگوریتم های یادگیری ماشین برای 
پیش‌بینی ارتباط میان کاربــران و نمانام های تجاری ارائه 
شده اســت. داده های مربوط به دنبال کنندگان شش نمانام‌ 
تجاری شــامل آدیداس11، نایکی12، ریبوک13، لاکوســت14، 
هوکا15 و جامپمن۲۳16 از شبکه اجتماعی ایکس جمع آوری 
شده اســت. ســپس مجموعه‌ای از ویژگی های ساختاری 
و ارتباطی شــامل رتبةصفحــه، کوتاه تریــن مسیر میان 
گره ها، تعداد دنبال کنندگان، تعداد دنبال شوندگان و میزان 
اشتراک همسایگی استخراج گردید. پس از پیش پردازش و 
نرمال سازی داده ها، این ویژگی ها به عنوان ورودی مدل های 
یادگیــری ماشین مورد اســتفاده قرار گرفتنــد. در ادامه، 
عملکرد ســه الگوریتم رگرسیون لجستیک، جنگل تصادفی 
و ماشین بردار پشــتیبان با استفاده از روش اعتبارسنجی 
متقابل ده‌بخشی ارزیابی شد. نتایج نشان داد که مدل جنگل 
تصادفی عملکرد بهتری نسبت به سایر مدل ها در پیش‌بینی 
ارتبــاط کاربران با نمانام ها دارد. بر این اســاس، پژوهش 
حاضر بر توسعه یک چارچوب ترکیبی و قابل تفسیر برای 
بهره‌گیــری هم‌زمــان از ویژگی‌های ســاختاری گراف و 
قابلیت های یادگیری مدل های طبقه بندی در مسئله پیش‌بینی 

ارتباط کاربر- برند تمرکز دارد.

مشارکت های اصلی پژوهش

بــا توجه به شــکاف های شناسایی شــده در مطالعات 
پیشین، مشارکت های اصلی این پژوهش به شرح زیر است

	1 ارائــه یک چارچــوب ترکیبی بــرای پیش‌بینی ارتباط .
11-Adidas
12-Nike
13-Reebok
14-Lacoste
15-Hoka
16-Jumpman23
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کاربر- نمانــام‌: در این پژوهش، چارچوبی ترکیبی از 
تحلیل ساختاری شبکه و الگوریتم‌های یادگیری ماشین 
برای پیش‌بینی ارتبــاط میان کاربــران و نمانام‌های 
تجاری در شــبکه اجتماعی ایکس ارائه شده است. این 
چارچوب، اطلاعات همبندی شــبکه را به ویژگی‌های 
قابل اســتفاده برای مدل‌های یادگیری ماشــین تبدیل 

می‌کند.
	2 مدل‌ســازی ارتباط کاربــر- نمانام‌ در قالب مســئله .

پیش‌بینی پیونــد: در رویکرد پیشــنهادی، هر ارتباط 
کاربر- نمانام‌ به‌صــورت یک زوج گره در نظر گرفته 
شده و وجود یا عدم وجود ارتباط مستقیم میان آن‌ها 
به‌عنوان یک مسئله طبقه‌بندی دودویی مدل‌سازی شده 

است.
	3 ترکیب ویژگی‌های محلی و سراســری شبکه: در این .

پژوهــش، ویژگی‌هایی با ماهیت‌های مختلف، شــامل 
اشــتراک همســایگی و کوتاه‌تریــن مســیر به‌عنوان 
شــاخص‌های ســاختار محلــی و فاصلــه همبندی، 
و رتب‌ةصفحــه و ویژگی‌هــای درجــه‌ای به‌عنــوان 
شــاخص‌های اهمیــت و جایــگاه گره‌هــا، به‌صورت 

هم‌زمان مورد استفاده قرار گرفته‌اند.
	4 ایجــاد نمایش ویژگی برای زوج‌هــای کاربر- نمانام‌: .

برای هــر زوج کاربر- نمانام‌، مجموعــه‌ای یکپارچه 
از ویژگی‌های ســاختاری شــامل رتب‌ةصفحه، تعداد 
دنبال‌کنندگان، تعداد دنبال‌شوندگان، کوتاه‌ترین مسیر 
و اشتراک همسایگی اســتخراج شده و برای آموزش 

مدل‌های طبقه‌بندی مورد استفاده قرار گرفته است.
	5 ارزیابی مقایســه‌ای مدل‌های یادگیری ماشــین: سه .

الگوریتم رگرسیون لجستیک، جنگل تصادفی و ماشین 
بردار پشــتیبان تحت یک مجموعــه ویژگی و پروتکل 
ارزیابی یکسان مورد مقایســه قرار گرفته‌اند تا نقش 
نوع مدل یادگیری در پیش‌بینی ارتباطات کاربر- نمانام 

بررسی شود.
	6 بررسی مسئله ارتباط کاربر- نمانام در داده‌های واقعی .

شبکه اجتماعی ایکس: برخلاف مطالعاتی که عمدتاً بر 

شبکه‌های عمومی یا روابط کاربر- کاربر تمرکز دارند، 
پژوهش حاضر به‌طور مشــخص پیش‌بینــی ارتباط 
کاربران با نمانام‌های تجاری را با استفاده از داده‌های 

واقعی مربوط به شش برند بررسی می‌کند.
	7 ارائــه یک چارچوب قابل‌تفســیر بــرای تحلیل روابط .

کاربر- نمانام‌: استفاده از ویژگی‌های ساختاری قابل 
تفسیر این امکان را فراهم می‌کند که نقش شاخص‌های 
همبندی مختلف در تشــخیص ارتباط میان کاربران و 

نمانام‌ها مورد بررسی قرار گیرد.
	8 ارزیابــی تجربی چارچوب پیشــنهادی بــر روی یک .

شــبکه چند نمانامی: اســتفاده از داده‌های مربوط به 
شــش نمانام‌ تجاری و روابط کاربران، امکان ارزیابی 
چارچوب پیشــنهادی را در یک ســناریوی واقعی و 

چندنمانامی فراهم کرده است.
	9 فراهم‌ کردن مبنایی برای توســعه روش‌های پیشرفته .

پیش‌بینی پیوند: چارچوب ارائه ‌شــده می‌تواند مبنایی 
برای مقایسه و توسعه روش‌های پیشرفته‌تر، از جمله 
روش‌های یادگیری نمایش گراف و شبکه‌های عصبی 

گراف، در مطالعات آینده فراهم کند.

2- پیشینه پژوهش
تحلیل شبکه های اجتماعی در سال های اخیر به یکی از 
مهمترین حوزه های پژوهشی در علوم داده، داده کاوی17 و 
یادگیری ماشین تبدیل شده است. در این حوزه، شبکه های 
اجتماعی معمولًاً به صورت گراف مدل سازی می شوند که 
در آن گره ها بیانگر کاربران و یال ها نشــان‌دهنده روابط 
میان آنها هســتند. مطالعات اولیه در این زمینه بیشــتر بر 
تحلیل ساختار شبکه و شناسایی گره های تأثیرگذار متمرکز 
بوده‌اند. برای این منظور، معیارهایی مانند درجه، مرکزیت 
و فاصله های گرافی به طور گســترده مورد اســتفاده قرار 
گرفته‌انــد ]2[. پژوهشی در ارتباط با این زمینه نشــان داد 
که معیارهای مرکزیت می توانند نقش مهمی در شناســایی 
کاربران تأثیرگذار و تحلیل جریان اطلاعات در شــبکه های 

17-Data Mining
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اجتمــاعی ایفا کنند ]11[. با این حال، محدودیت بنیادین این 
رویکردها آن است که صرفاًً بر ویژگی های همبندی ایستا 
تمرکز دارند و قادر به مدل ســازی رفتار پویا، زمینه مند و 
چندبعدی کاربران نیستند. علاوه‌بر این، این معیارها معمولًاً 
فرض می کنند که تمام یال های شــبکه مشاهده شده‌اند، در 
حالی که در شبکه های واقعی، داده ها اغلب ناقص و پرنوفه 
هســتند و داده های مفقود18 نیــز از الگوهای غیرتصادفی 

پیروی می کنند. ]12[
در ادامه، پژوهشــگران به ســمت تحلیل ساختارهای 
گروهی در شبکه های اجتماعی و مسئله تشخیص اجتماع19 
حرکــت کردند. هدف اصلی این روش ها، تقسیم شــبکه به 
زیرگروه هایی بــا تراکم ارتباطی بالا بــود. در این زمینه، 
الگوریتم تشــخیص اجتمــاع لوون20 که توســط بلوندل21 
و همکاران ارائه شــد، به عنوان یــکی از روش های کارآمد 
بــرای شناســایی اجتماعات در شــبکه های بزرگ معرفی 
گردید ]13[. همچنین، روش های مبتنی بر خوشه بندی طیفی 
نیز برای تحلیل ســاختارهای پیچیده شبکه توسعه یافتند  
]14[ اگرچه این روش ها در کشــف ســاختارهای ارتباطی 
موفق عمــل کرده‌اند، اما چند محدودیت جــدی دارند: )۱( 
ماهیــت توصیفی: این الگوریتم ها عمدتاًً ســاختار موجود 
را توصیــف می کنند و توانایی پیش‌بیــنی روابط آینده را 
ندارند؛ )۲( ایســتایی: فرض می کنند شــبکه ثابت است، در 
حالی که شبکه های اجتماعی واقعی پویا و زمان مند هستند؛ 
)۳( حســاسیت به پارامتر: عملکرد این روش ها به شــدت 
وابسته به تنظیم دســتی پارامترها )مانند تعداد اجتماعات 
یــا آســتانه های تراکم( اســت؛ و )۴( عــدم تعمیم پذیری: 
الگوریتم های تشــخیص اجتماع معمولًاً بر روی یک شبکه 
خاص آموزش می‌بینند و تعمیم آنها به شبکه های جدید یا 

پویا دشوار است ]12[.
در کنار روش هــای ســاختاری، پژوهش های دیگری 
در حــوزه پیش‌بینی پیوند22 شــکل گرفته‌اند که هدف آنها 
پیش‌بیــنی احتمــال ایجاد ارتبــاط جدید میــان گره ها در 
18-Missing
19-Community Detection
20-Louvain
21-Blondel
22-Link Prediction

آینده اســت. روش های مبتنی بر شباهت ساختاری مانند 
همســایه های مشــترک23، ضریب جاکارد24 و شــاخص 
آدامیــک-آدار25 از جمله رویکردهــای اولیه در این حوزه 
بوده‌اند ]15[. محدودیت های کلیدی این روش ها عبارتند از: 
)۱( تمرکز بر شــباهت های محلی: این شاخص ها عمدتاًً از 
اطلاعات همســایگی درجه یک یا دو بهــره می برند و قادر 
به مدل ســازی روابط بلندمحدوده یا غیرخطی نیستند؛ )۲( 
عدم استفاده از اطلاعات زمینه‌ای: این روش ها از محتوای 
تعاملات، ویژگی های گره ها یا زمینه زمانی بهره نمی برند؛ 
)۳( عملکرد ضعیف در شــبکه های پراکنده: در شبکه های 
بزرگ با چگالی پایین، این شــاخص ها دقت کافی ندارند؛ و 
)۴( محدود بودن توانایی تمایز الگوهای پیچیده: این روش ها 
بر معیارهای شباهت ساختاری از پیش تعریف شده متکی 
هستند و در مقایســه با روش های یادگیری محور، قابلیت 
محدودتــری بــرای یادگیری خــودکار روابــط پیچیده و 

غیرخطی شبکه دارند ]16[. 
با گسترش کاربرد یادگیری ماشین، پژوهش های جدیدتر 
به اســتفاده از مدل های نظارت شده برای تحلیل شبکه های 
اجتماعی روی آوردنــد. الگوریتم هــایی مانند رگرسیون 
لجســتیک، درخت تصمیم، جنگل تصادفی و ماشین بردار 
پشتیبان در مسائل طبقه بندی گره ها و پیش‌بینی ارتباطات 
مورد اســتفاده قرار گرفتنــد ]7, 8, 16[. نتایج پژوهش ها 
نشان داد که این روش ها نسبت به مدل های کلاسیک مبتنی 
بر شــباهت، دقت بالاتری ارائه می کننــد ]12[. با این حال، 
این دســته از روش ها نیــز محدودیت های جدی دارند: )۱( 
وابســتگی به مهندسی ویژگی: عملکرد این مدل ها به شدت 
وابســته به کیفیت و جامعیت ویژگی های دستی استخراج 
 شــده اســت و در صورت عدم طراحی مناسب ویژگی ها، 
دچار افت شــدید عملکرد می شوند  ]17[؛ )۲( عدم یادگیری 
خــودکار نمایش: این الگوریتم ها قادر به یادگیری خودکار 
نمایش های غنی از ســاختار گراف نیستند و باید ویژگی ها 
به صورت دســتی تعریف شــوند  ]18[؛ )۳( تعمیم پذیری 
محدود: بسیاری از این مطالعات بر داده های ایســتا تمرکز 
23-Common Neighbors
24-Jaccard Coefficient
25-Adamic-Adar
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داشــته و تعمیم پذیری آن ها به شبکه های پویا، چندلایه یا 
ناهمگن محدود است ]19[؛ و )۴( ارزیابی نادرست: بسیاری 
از این پژوهش ها از تقسیم بندی تصادفی داده ها اســتفاده 
می کنند که در شــبکه های زمان مند منجر به نشت اطلاعات 
آینده به آموزش شــده و عملکرد را به صورت غیرواقعی 

بالا نشان می‌دهد ]20[.
در سال های اخیر، ترکیب ویژگی‌های ساختاری شبکه 
بــا الگوریتم های یادگیری ماشین به یــکی از رویکردهای 
مهم در تحلیل شبکه های اجتماعی تبدیل شده است. در این 
رویکرد، ویژگی هایی مانند رتبةصفحه، همسایگی مشترک، 
کوتاه تریــن مسیر و شــاخص های مرکزیت از ســاختار 
گراف اســتخراج و به عنــوان ورودی مدل هــای یادگیری 
ماشین استفاده می شوند. مطالعات نشان داده‌اند که ترکیب 
ویژگی های ســاختاری با روش‌هــای داده کاوی می تواند 
به درک بهتر رفتار کاربــران و بهبود تحلیل ارتباطات در 
شــبکه های اجتماعی منجر شــود ]10, 21[. با وجود این، 
بسیــاری از این پژوهش ها از ویژگی های دســتی و ثابت 
بهــره می برند و قادر بــه یادگیری خــودکار نمایش های 
غنی از ســاختار گراف نیســتند ]22[. همچنیــن، اغلب این 
مطالعات بر شــبکه های عمومی )مانند فیسبوک یا توییتر( 
تمرکز داشته و کمتر به تحلیل تعاملات خاص، مانند ارتباط 
کاربران با نمانام های تجــاری، پرداخته‌اند. علاوه بر این، 
در برخی موارد، ویژگی های اســتخراج  شده از معیارهای 
مختلف همبندی ممکن اســت دارای همبستگی و اطلاعات 
هم پوشان باشند که می تواند به افزونگی ویژگی ها و کاهش 

کارایی مدل منجر شود ]23[.
از ســوی دیگر، شبکه های عصبی گراف به عنوان یکی 
از روش های نوین تحلیل داده های گرافی مورد توجه قرار 
گرفته‌انــد. این مدل ها بــا بهره‌گیری از ســاختار ارتباطی 
گراف، در مسائلی مانند طبقه بندی گره ها، تشخیص اجتماع 
و پیش‌بینی ارتباطات عملکرد مناسبی ارائه داده‌اند و کاربرد 
گســترده‌ای در تحلیل شــبکه های اجتماعی و سیستم های 
توصیه گر یافته‌انــد  ]24, 25[. با این حال، چالش های مهم 
و حل نشــده‌ای در به کارگیری این مدل ها در ســناریوهای 

واقعی وجــود دارد: )۱( مقیاس پذیری: آموزش GNNها بر 
روی گراف های بسیار بزرگ با میلیون ها گره و یال نیازمند 
منابع محاسباتی قابل توجهی است و بسیاری از روش های 
موجود مقیاس پذیر نیستند ]26[؛ )۲( تفسیرپذیری: مدل های 
عمیــق گرافی اغلب به صورت جعبــه سیاه عمل می کنند و 
توجیه پیش‌بینی های آنها دشوار است، که این موضوع در 
کاربردهای حســاس )مانند بازاریابی یا امنیت( مشکل ساز 
اســت ]27[ ؛ )۳( کیفیت داده: وجود نوفه، داده های ناقص، 
الگوهای غیرتصادفیِِ داده های مفقود و عدم تعادل کلاسی 
می توانــد عملکرد مدل را به شــدت کاهش دهــد ]26[؛ )۴( 
تعمیم پذیری: بسیاری از مدل ها در مواجهه با داده های خارج 
از توزیع آموزش26 یا گراف های ناهمگن دچار افت عملکرد 
می شوند ]28[؛ )۵( هموارسازی بیش‌ازحد27: در GNNهای 
عمیق، نمایش گره ها پس از چندین لایه به ســمت همگرایی 
می‌روند و تمایزپذیری خود را از دست می‌دهند ]29[؛ و )۶( 
ناهم‌دوســتی28: بسیاری از GNNها فرض می کنند گره های 
متصل مشــابه هستند، در حالی که در شبکه های اجتماعی 

واقعی، گره های متصل اغلب متفاوت‌اند ]28[.
همچنین، پژوهش هــای جدید در حوزه پیش‌بینی پیوند 
نشــان می‌دهند که روش های مبتنی بــر یادگیری ماشین، 
یادگیری عمیق و شبکه های عصبی گراف به تدریج جایگزین 
رویکردهای ســنتی مبتنی بر شباهت ســاختاری شده‌اند. 
مطالعات اخیر بیان می کنند که اســتفاده از نمایش های یاد 
گرفته  شــده گره ها در کنار ویژگی های ســاختاری شبکه 
می تواند دقــت پیش‌بینی ارتباطــات را به طور قابل توجهی 
افزایش دهد  ]30, 31, 32, 33, 34[. با این وجود، شــواهد 
اخیر نشــان می‌دهد که معیارهای ارزیــابی رایج، به‌ویژه 
مساحت زیر منحنی29، در برخی سناریوهای پیش‌بینی پیوند 
دارای محدودیت هایی هســتند و ممکن است در شبکه های 
بسیــار نامتوازن عملکرد مدل ها را بیش از حد خوش‌بینانه 
نشــان دهند ]35[. مطالعات نشــان داده‌اند که )1( مساحت 
زیر منحنی در مســائل بسیار نامتعــادل، مانند پیش‌بینی 

26-Out-of-Distribution (OOD)
27-Over-smoothing
28-Heterophily
29-Area Under the Curve (AUC)
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پیوند در شبکه های پراکنده، ممکن است توانایی محدودی 
در ارزیابی کیفیت بازیابی پیوندهای مثبت داشته باشد؛ )2( 
در شــرایطی که هدف اصلی شناسایی تعداد محدودی از 
پیوندهای مهم در رتبه های بالاســت، مساحت زیر منحنی 
الزامــاًً کیفیت پیش‌بینی هــای ابتدایی فهرســت رتبه بندی‌ 
شــده را به خوبی منعکس نمی کند ]35, 36[؛ )3( معیارهای 
مختلف ممکن اســت رتبه بندی متفاوتی از الگوریتم ها ارائه 
دهند و در نتیجه، برتری یک روش بر اساس مساحت زیر 
منحــنی لزوماًً به معنای برتری آن بر اســاس معیارهایی 
مانند مساحت زیر منحنی دقت- بازخوانی30، سود تجمعی 
تنزیل شده نرمال شده31 یا معیارهای رتبه بندی نیست ]37[؛ 
و)4( اتــکا به تنها یــک معیار ارزیــابی می تواند تصویری 
ناقص از عملکرد مدل ارائه دهــد. بنابراین، مطالعات اخیر 
توصیــه می کننــد که برای ارزیــابی جامع تــر روش های 
پیش‌بینی پیوند، از حداقل دو معیار مکمل اســتفاده شــود، 
به‌ویژه ترکیبی از مساحت زیر منحنی و یکی از معیارهایی 
مانند مساحت زیر منحنی دقت- بازخوانی یا سود تجمعی 

تنزیل‌ شده نرمال شده ]36, 37[.
علاوه بر این، برخی پژوهش ها به تحلیل ارتباط کاربران 
با برندهای تجاری در شبکه های اجتماعی پرداخته‌اند. نتایج 
این مطالعات نشان می‌دهد که داده های شبکه های اجتماعی 
می تواننــد اطلاعات ارزشــمندی درباره رفتــار کاربران، 
علایق مشتریان و اثربخشی فعالیت های بازاریابی دیجیتال 
فراهــم کنند  ]38, 39[ بــا این حال، بــررسی عمیق تر این 
دســته از مطالعات چند شــکاف جدی را آشکار می سازد: 
)1( تمرکز توصیفی: بسیــاری از این پژوهش ها عمدتاًً بر 
تحلیــل و توصیف تعــاملات تمرکز داشــته‌اند و کمتر به 
توسعه مدل های پیش‌بینی برای ارتباط کاربران و نمانام ها 
پرداخته‌انــد ]40[؛ )2( عدم بهره‌گیری از ســاختار گراف: 
برخی مطالعات از مدل های یادگیری ماشین یا ویژگی های 
رفتاری اســتفاده کرده‌اند، بدون آنکه ســاختار ارتباطی و 
وابستگی های شبکه‌ای را به صورت صریح مدل سازی کنند؛ 
)3( عدم توجه به زمینه تجاری: اگرچه پژوهش های جدیدتر 

30-Precision–Recall (AUPR)
31-Normalized Discounted Cumulative Gain (NDCG)

به پیش‌بینی تعامل کاربران با محتوای برندها پرداخته‌اند، 
ترکیب هم‌زمان ویژگی های ســاختاری شــبکه، اطلاعات 
کاربــر و ویژگی های زمینه‌ای تعامــل همچنان یک چالش 
مهم است؛ )4( ارزیابی نادرست: در مسائل پیش‌بینی پیوند، 
انتخاب روش تقسیــم داده می تواند بر نتایج ارزیابی تأثیر 
قابل توجهی داشــته باشد و تقسیم تصادفی در شبکه های 
زمان مند ممکن اســت به برآورد بیــش از حد خوش‌بینانه 
عملکرد منجر شود ]41[؛ و )5( عدم تفسیرپذیری: بسیاری 
از مدل هــای عمیــق گرافی از نظــر تفسیرپذیری با چالش 
مواجه‌اند، هر چند مطالعات جدید تلاش کرده‌اند این مسئله 
را از طریــق روش های توضیح پذیر و تحلیل اهمیت عوامل 

مؤثر بر پیش‌بینی کاهش دهند ]41, 40[.

شکاف های پژوهشی و نوآوری مقاله حاضر

با وجود پیشرفت های اخیر در حوزه یادگیری ماشین، 
یادگیــری عمیق و شــبکه های عصبی گــراف برای تحلیل 
شبکه های اجتماعی، بررسی انتقادی ادبیات پژوهش چندین 

شکاف پژوهشی اساسی را آشکار می سازد:
	1 عــدم ترکیب نظام‌مند ویژگی‌های ســاختاری گراف با .

یادگیــری ماشــین در زمینه تجاری: هنــوز مطالعات 
محدودی به صورت هم‌زمان از ویژگی‌های ساختاری 
گــراف )ماننــد مرکزیــت، رتب‌ةصفحه، همســایگی(، 
الگوریتم‌های یادگیری ماشین نظارت‌شده )مانند جنگل 
تصادفی، الگوریتم تقویت گرادیانی افراطی32(، و زمینه 
تجــاری )تعامل بــا نمانام‌ها( بــرای پیش‌بینی ارتباط 
کاربران با نمانام‌ها اســتفاده کرده‌اند. در بســیاری از 
پژوهش‌ها، یا تمرکز صرف بر تحلیل ســاختار شبکه 
بوده و یا مدل‌های یادگیری ماشــین بدون بهره‌گیری 

عمیق از ویژگی‌های گرافی به کار گرفته شده‌اند.
	2 ارزیابی نادرســت و تک‌معیاری: بسیاری از مطالعات .

پیشین تنها از یک معیار ارزیابی )معمولاً مساحت زیر 
منحنی( استفاده کرده‌اند که شواهد اخیر نشان می‌دهد 
در مســائل نامتعادل مانند پیش‌بینی پیوند، ناکارآمد و 

32-Extreme Gradient Boosting (XGBoost)

ارائه چارچوبی مبتنی بر تحلیل گراف و یادگیری ماشین ... / مرتضی محمدی زنجیره و نسرین نظری 
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گمراه‌کننده است. این موضوع منجر به نتیجه‌گیری‌های 
نادرست درباره برتری الگوریتم‌ها شده است.

	3 عدم توجــه به پویایــی و زمان‌منــدی داده‌هــا: اکثر .
پژوهش‌های موجود بر داده‌های ایستا تمرکز داشته و 
از تقسیم‌بندی تصادفی استفاده می‌کنند که در داده‌های 
زمان‌منــد منجر به نشــت اطلاعات آینــده به آموزش 
می‌شــود. این موضوع عملکرد مدل‌هــا را به صورت 
غیرواقعی بالا نشــان می‌دهــد و تعمیم‌پذیری آن‌ها را 

کاهش می‌دهد.
	4 عدم تفسیرپذیری مدل‌ها: بسیاری از مدل‌های پیشرفته .

)به ویژه شبکه عصبی گراف33( به صورت جعبه سیاه 
عمــل می‌کنند و بینــش عملی دربــاره عوامل مؤثر بر 
پیش‌بینی‌ها فراهم نمی‌کنند. این موضوع در کاربردهای 
تجاری مانند بازاریابی دیجیتال، که نیاز به درک چرایی 

پیش‌بینی‌ها وجود دارد، مشکل‌ساز است.
	5 عدم تعادل کلاســی و پراکندگی داده‌ها: در شبکه‌های .

اجتماعی واقعی، تعاملات کاربران با نمانام‌ها بســیار 
پراکنــده اســت )کلاس مثبت بســیار کمتــر از کلاس 
منفی(. بسیاری از مطالعات پیشین این عدم تعادل را به 
درستی مدیریت نکرده‌اند و از تکنیک‌های مناسب )مانند 
نمونه‌برداری مجــدد، وزن‌دهی کلاس‌ها، یا معیارهای 

ارزیابی مناسب( بهره نبرده‌اند.
بنابرایــن، خلأ پژوهشی اصــلی که ایــن مقاله به آن 
می پــردازد، عدم وجود چارچوبی ترکیــبی، تفسیرپذیر و 
به‌درستی ارزیابی  شده است که بتواند به صورت هم‌زمان 
از قابلیت های نظریه گراف )ویژگی های ســاختاری غنی(، 
یادگیری ماشین )مدل های نظارت‌شــده پیشرفته(، و زمینه 
تجاری )تعامل با برندها( برای پیش‌بینی دقیق و قابل تفسیر 
ارتباطات کاربران با نمانام ها در شبکه های اجتماعی بهره 

ببرد.
مقاله حاضر بــا ارائه چنین چارچوبی، چندین ســهم 
پژوهشی کلیدی دارد: )۱( اســتخراج نظام مند ویژگی های 
ساختاری و ارتباطی گراف، شامل رتبةصفحه، کوتاه ترین 
مسیر، تعداد دنبال کنندگان، تعداد دنبال شــوندگان و میزان 
33-Graph Neural Networks (GNNs)

اشــتراک همســایگی؛ )۲( ترکیــب ویژگی های گــرافی با 
الگوریتم های یادگیری ماشین نظارت شده شامل رگرسیون 
لجستیک، جنگل تصادفی و ماشین بردار پشتیبان؛ )۳( ارائه 
یک چارچوب مقایسه‌ای برای ارزیابی عملکرد الگوریتم های 
مختلف در پیش‌بینی ارتباط کاربران با نمانام های تجاری؛ 
)۴( استفاده از داده های واقعی شبکه اجتماعی ایکس مربوط 
به دنبال کنندگان شــش نمانام‌ تجاری و ارزیابی چارچوب 
پیشنهادی در یک ســناریوی کاربردی؛ و )۵( تحلیل نقش 
ویژگی هــای ســاختاری و ارتباطی در عملکــرد مدل ها و 
شناســایی عوامل مؤثر بــر پیش‌بینی ارتبــاط کاربران با 
برندها. بدین منظــور، خلاصه‌ای از مهمترین پژوهش های 

مرتبط در جدول )1( ارائه شده است.

جدول 1. مقایسه مطالعات پیشین با پژوهش حاضر

روش/ مرجع
الگوریتم

ویژگی  های 
محدودیتنوع دادهاستفاده شده

فریمن34 ]11[
تحلیل 

ساختاری 
گراف

معیارهای 
مرکزیت

شبکه های 
اجتماعی

عدم توانایی 
در پیش بینی 

روابط

بلوندل35 و 
ساختار الگوریتم لوونهمکاران ]13[

اجتماعات
شبکه های 

بزرگ

ماهیت 
توصیفی و 

عدم پیش بینی 
ارتباطات

لیبن-ناول36 
و کلاینبرگ37 

]15[

پیش بینی 
پیوند

شباهت 
ساختاری و 
همسایگی 

مشترک

شبکه های 
اجتماعی

عملکرد 
محدود 

در روابط 
غیرخطی

آگاروال38 
]12[

داده کاوی و 
تحلیل شبکه

ویژگی های 
ساختاری 

شبکه

داده های 
شبکه 

اجتماعی

وابستگی 
به کیفیت 
ویژگی ها

تانگ39 و لیو40 
تحلیل ترکیبی]1[

ویژگی های 
گراف و 
داده کاوی

شبکه های 
اجتماعی

عدم تمرکز 
بر برندهای 

تجاری

گندمی و حیدر 
]38[

تحلیل داده 
و یادگیری 

ماشین

داده های 
رفتاری کاربران

کلان داده 
شبکه های 
اجتماعی

عدم استفاده 
از ویژگی های 

گراف

پژوهش حاضر

رگرسیون 
لجستیک، 

جنگل 
تصادفی، 

ماشین بردار 
پشتیبان

رتبة صفحه، 
کوتاه ترین 

مسیر، اشتراک 
همسایگی، 

تعداد 
دنبال کنندگان و 
دنبال شوندگان

شبکه 
اجتماعی 

ایکس

34-Freeman
35-Blondel
36-Liben-Nowell
37-Kleinberg
38-Aggarwal
39-Tang
40-Liu
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3- استخراج داده و مدل پیشنهادی 
در این پژوهش، یک چارچوب مبتنی بر تحلیل شبکه های 
اجتماعی و الگوریتم هــای یادگیری ماشین برای پیش‌بینی 
ارتبــاط کاربران با نمانام های تجاری در شــبکه اجتماعی 
ایکس ارائه شــده است. فرایند پیشنهادی شامل جمع آوری 
داده هــا، پیش پردازش، اســتخراج ویژگی هــای مبتنی بر 
ســاختار گراف، نرمال ســازی داده ها و آموزش مدل های 
یادگیری ماشین است. در این چارچوب، شبکه اجتماعی به 
صورت یک گراف جهت‌دار مدل سازی شده و ویژگی های 
ســاختاری کاربران به منظور تحلیل روابــط و پیش‌بینی 
ارتباطات اســتخراج شــده‌اند. در ادامه این فصل، مراحل 
مختلف، جمــع‌آوری داده، پیش‌پردازش، اســتخراج داده، 
مدل سازی و ارزیابی عملکرد الگوریتم ها تشریح می شود. 
به منظور ارائه دیدی کلی از مراحل انجام پژوهش، معماری 
کلی چارچوب پیشــنهادی در شــکل )1( نمایش داده شده 

است.
شــکل )1( نمــای کلی مراحل انجام پژوهش را نشــان 
می‌دهد. در این چارچوب، ابتدا داده های مربوط به کاربران 
و نمانام های تجاری از شــبکه اجتماعی ایکس جمع آوری 
شــد. ســپس داده ها طی مرحله پیش پــردازش پالایش و 
آماده ســازی شــدند. در ادامه، ویژگی های ســاختاری و 
ارتباطی از گراف شبکه استخراج و نرمال سازی گردیدند. 
پس از آن، داده های آماده‌ شده به عنوان ورودی مدل های 
یادگیری ماشین شامل رگرسیون لجستیک، جنگل تصادفی 

و ماشین بردار پشــتیبان مورد اســتفاده قرار گرفتند. در 
نهایت، عملکرد مدل ها با اســتفاده از روش اعتبارســنجی 
متقابل و معیارهای ارزیابی مورد بررسی و مقایســه قرار 

گرفت.

3-1- جمع آوری داده ها

داده هــای مورد نیــاز این پژوهش از شــبکه ایکس و 
با اســتفاده از رابــط برنامه نویسی کاربردی این شــبکه 
اجتمــاعی جمع آوری شــد. انتخاب این شــبکه بــه دلیل 
ســاختار گراف محور ارتباطات، تعداد بالای کاربران فعال 
و دســترسی به داده های تعامــلی کاربران صورت گرفت. 
در این پژوهش، شش نمانام‌ تجاری شامل آدیداس، نایکی، 
ریبــوک، لاکوســت، هــوکا و جامپمن ۲۳ انتخاب شــدند. 
دلیل انتخاب این نمانام ها، فعالیت گســترده در شبکه های 
اجتماعی، تعداد زیاد دنبال کنندگان و تعامل بالای کاربران 

با صفحات رسمی آنها بوده است. 
به منظور استخراج ساختار ارتباطی کاربران، داده ها در 
دو سطح جمع آوری شدند. در سطح نخست، دنبال کنندگان 
مستقیم هر نمانام‌ استخراج شــدند. سپس در سطح دوم، 
دنبال کنندگان کاربران سطح اول نیز جمع آوری گردیدند تا 
نمای گسترده تری از ساختار شبکه و روابط میان کاربران 
شــکل گیرد. در نتیجه، شــبکه نهایی شامل همسایگی های 
مرتبه اول و دوم نمانام های مورد بررسی است. داده های 

شکل 1. معماری کلی پژوهش پیشنهادی
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استخراج شده در قالب جیسون41، به عنوان یکی از قالب های 
اســتاندارد تبادل داده در سرویس های وب، ذخیره شدند. 
همچنین به منظــور حفظ حریم خصــوصی کاربران، در 
تمامی مراحل پردازش تنها از شناســه های عددی کاربران 
اســتفاده شــد. پس از تکمیل فرایند جمــع آوری و پالایش 
داده ها، شبکه نهایی شامل حدود ۷ هزار گره و بیش از ۳۵ 

هزار یال ارتباطی بود.

جدول 2. مشخصات مجموعه داده
مقدارمشخصه

6تعداد نمانام های مورد بررسی

حدود 7000تعداد گره ها

بیش از 35000تعداد یال ها

جهت دارنوع شبکه

دنبال کنندگان سطح اول و دومسطح جمع آوری داده

طبقه بندی دودویینوع مسئله

وجود ارتباطکلاس مثبت

عدم وجود ارتباطکلاس منفی

همان گونــه کــه در جــدول )2( مشــاهده می شــود، 
مجموعه‌داده مورد اســتفاده از نظر تعــداد گره ها و یال ها 
دارای ابعــاد مناســبی برای تحلیل ســاختار شــبکه های 
اجتماعی اســت. این داده ها مبنای اســتخراج ویژگی های 
ساختاری، تشکیل مجموعه داده نهایی و آموزش مدل های 

یادگیری ماشین در پژوهش حاضر قرار گرفتند.

3-2- تشکیل نمونه ها و برچسب گذاری روابط

پس از جمع آوری و تشکیل گراف اولیه، به منظور تبدیل 
مســئله پیش‌بینی ارتباط به یک مسئله طبقه بندی دودویی، 
نمونه های آموزشی بر اساس جفت های گره مبدأ و مقصد 
تشــکیل شــدند. در این فرایند، هر جفت گره که در شبکه 
مشاهده شــده دارای یک رابطه دنبال کــردن بود، به عنوان 
نمونه مثبت در نظر گرفته شــد و برچسب 1 دریافت کرد. 
بر اساس شبکه نهایی، حدود 35,000 نمونه مثبت از روابط 

موجود میان کاربران و نمانام ها استخراج شد.
41-JavaScript Object Notation - JSON

در مقابل، جفت گره هایی که در گراف مشــاهده‌ شــده 
دارای رابطه مســتقیم نبودند، به عنوان نمونه های منفی در 
نظر گرفته شدند. به منظور جلوگیری از افزایش بیش از حد 
حجم نمونه های منفی و ایجاد عدم توازن شــدید میان دو 
کلاس، نمونه های منفی با اســتفاده از روش نمونه برداری 
تصادفی از جفت گره های فاقد ارتباط ایجاد شدند. جفت های 
منفی از میان جفت های ممکنِِ گره های موجود در شبکه که در 
مجموعه یال های مشاهده شده دارای رابطه مستقیم نبودند، 
به صورت تصادفی انتخاب شــدند. پیش از نمونه برداری، 
تمامی یال های مشاهده‌ شده از فضای کاندیدا حذف شدند 
تا هیچ نمونه منفی دارای رابطه واقعی ثبت  شده نباشد و از 
ایجاد برچسب گذاری نادرست جلوگیری شود. در مجموع، 

حدود 35,000 نمونه منفی تولید شد.
بنابرایــن، مجموعه داده نهایی شــامل حدود 70,000 
نمونه بود که تقریباًً 50 درصد آنها مربوط به کلاس مثبت 
و 50 درصد مربوط بــه کلاس منفی بودند. به این ترتیب، 
مســئله مورد بررسی بــه صورت یک مســئله طبقه بندی 
دودویی تعریف شــد که در آن، هدف مدل تعیین وجود یا 

عدم وجود رابطه میان دو گره بود.

جدول 3. توزیع نمونه ها و نحوه برچسب گذاری
مقدارمشخصه

حدود 35,000تعداد نمونه های مثبت
حدود 35,000تعداد نمونه های منفی

حدود 70,000تعداد کل نمونه ها
1 )وجود رابطه(برچسب نمونه مثبت
0 )عدم وجود رابطه(برچسب نمونه منفی
حدود 50 درصدنسبت کلاس مثبت
حدود 50 درصدنسبت کلاس منفی

نمونه برداری تصادفی از روش تولید نمونه منفی
جفت گره های فاقد رابطه

در این تعریف، نمونه مثبت نشان‌دهنده یک رابطه مشاهده 
 شده در شبکه و نمونه منفی نشان‌دهنده یک جفت گره بدون 
رابطه مشاهده شــده در داده های جمع آوری  شده است. این 
نحوه تشکیل نمونه ها امکان استفاده از الگوریتم های یادگیری 
ماشین برای یادگیری الگوهای ساختاری مرتبط با وجود یا 

عدم وجود ارتباط را فراهم می کند.
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3-3- پیش پردازش داده ها

داده های استخراج شــده از شبکه‌های اجتماعی معمولًاً 
شــامل داده های ناقــص، نوفــه‌دار و تکراری هســتند و 
به صورت مســتقیم قابل اســتفاده در مدل هــای یادگیری 
ماشین نیستند. علاوه بر این، محدودیت های مربوط به رابط 
برنامه نویسی کاربردی بُُن ســازه ایکــس و ماهیت پویای 
ارتباطــات کاربران می تواند منجر به ایجاد داده های ناقص 
یا نامعتبر شــود. به همین دلیل، پیش از مرحله اســتخراج 
ویژگی هــا، عملیات پیش پــردازش بــر روی داده ها انجام 
شــد. در این مرحله، داده های ناقص، نوفــه‌دار و تکراری 
حذف شــدند و ســاختار ارتباطی کاربران به صورت یک 
گراف جهت‌دار مدل سازی شد؛ به طوری که گره ها نمایانگر 
کاربران و یال ها نشــان‌دهنده روابط دنبال کردن میان آنها 
هستند. در ادامه، ارتباطات نامعتبر و گره های فاقد اطلاعات 
کافی از شــبکه حذف شدند تا ســاختار نهایی برای تحلیل 
آماده شود. در نهایت، داده های پالایش شده برای استخراج 
ویژگی های ساختاری و ورود به مدل های یادگیری ماشین 

مورد استفاده قرار گرفتند. 

4-3- استخراج ویژگی ها

پــس از پیش پــردازش داده ها و مدل ســازی شــبکه 
به صــورت گراف جهت‌دار، مرحله اســتخراج ویژگی ها با 
هدف تبدیل ســاختار غیرخطی و پیچیده ارتباطات شــبکه 
بــه یک نمایش بــرداری42 قابل اســتفاده در الگوریتم های 
یادگیری ماشین انجام شــد. این مرحله نقش اســاسی در 
انتقال اطلاعات همبندی شبکه به فضای ویژگی ایفا می کند. 
در این پژوهش، مجموعه‌ای از ویژگی های مبتنی بر تحلیل 
ساختار گراف و نظریه شــبکه های پیچیده برای توصیف 
روابط بین کاربران و نمانام ها استخراج گردید. این ویژگی ها 
به گونه‌ای انتخاب شــده‌اند که بتواننــد هم اطلاعات اهمیت 
محلی گره ها و هم ویژگی های ســاختاری جهانی شبکه را 
پوشش دهند. در این راستا، معیار رتبةصفحه به عنوان یکی 
از شــاخص های مبتنی بر اهمیت ســاختاری گره ها مورد 

42-Feature Representation

اســتفاده قرار گرفت. این معیار با در نظــر گرفتن اهمیت 
گره های مجاور، میزان تأثیرگذاری هر گره را در ساختار 
کلی شبکه مدل سازی می کند. به عبارت دیگر، گره هایی که 
از ســوی گره های مهمتر ارجاع بیشتری دریافت می کنند، 
دارای اهمیت بالاتری در شبکه خواهند بود. برای سنجش 
فاصله ســاختاری بین گره ها، طــول کوتاه ترین مسیر در 
گراف محاسبه شد که به عنوان معیاری از نزدیکی همبندی 
میان کاربران و نمانام ها در نظر گرفته می شود. این ویژگی 
امکان مدل سازی ارتباطات غیرمستقیم در شبکه را فراهم 

می‌سازد. 
علاوه بــر این، ویژگی های مبتنی بر درجه گره شــامل 
تعداد دنبال کنندگان و تعداد دنبال‌شوندگان استخراج گردید 
که بیانگر ســطح نفوذ، میزان تعامــل و جایگاه هر گره در 
شبکه اســت. این ویژگی ها اطلاعات مهمی از توزیع قدرت 
ارتباطی در شــبکه ارائه می‌دهند. در ســطح محلی، میزان 
شــباهت ســاختاری بین گره ها از طریق معیار اشــتراک 
همسایگی محاسبه شد که مطابق رابطه )1( تعریف می شود

رابطه )1(

مجموعه همســایگان گره )u( را  در ایــن رابطه، 
نشان می‌دهد و ))CN(u,v( تعداد همسایگان مشترک بین دو 
گره را بیان می کند که معیاری از شباهت ساختاری محلی 
در شــبکه محسوب می شــود. در نهایت، کلیه ویژگی های 
استخراج شــده در قالب یک ماتریس ویــژگی چندبعدی43 
سازمان‌دهی شــده و به عنوان ورودی مدل های یادگیری 
ماشین جهت انجام وظیفه طبقه بندی مورد اســتفاده قرار 
گرفتند. جــدول )3( نمونه خروجی ویژگی‌‌های اســتخراج 

شده را نشان می‌‌دهد.
جدول )3( نمونه‌ای از ماتریس ویژگی های استخراج شده 
از شــبکه را نشــان می‌دهد که در آن هر نمونه بیانگر یک 
رابطــه میان گره مبــدأ و گره مقصد اســت. این ماتریس 
شامل ویژگی های ساختاری و مبتنی بر همسایگی است که 
برای توصیف تعاملات میان کاربران و نمانام ها استخراج 
43-Feature Matrix
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شــده‌اند. در این چارچوب، ویژگی هایی نظیر رتبةصفحه، 
تعداد دنبال کنندگان و دنبال شــوندگان، طــول کوتاه ترین 
مسیر و میزان اشــتراک همســایگی برای هــر جفت گره 
محاســبه شــده‌اند. این ویژگی ها به منظور نمایش اهمیت 
ساختاری، فاصله همبندی و شباهت محلی در شبکه مورد 
اســتفاده قــرار گرفته‌اند. همچنین مقــدار »1-« در ویژگی 
کوتاه ترین مسیر نشــان‌دهنده عدم وجود مسیر ارتباطی 

بین دو گره در گراف است.

3-5- نرمال سازی ویژگی ها

پس از اســتخراج ویژگی ها و تشکیل ماتریس ویژگی، 
مقادیر به‌دســت  آمده دارای مقیاس های متفاوتی بودند که 
می توانستند باعث ایجاد سوگیری در عملکرد الگوریتم های 
یادگیری ماشین شــوند. به عنوان مثال، بــرخی ویژگی ها 
ماننــد تعداد دنبال کننــدگان دارای مقادیر بزرگتر و برخی 
ویژگی هــا مانند رتبةصفحــه دارای مقادیر بسیار کوچک 
بودنــد. این اختلاف مقیــاس می تواند منجر به کاهش دقت 
مــدل و ناپایداری در فرایند آموزش شــود. به منظور رفع 
این مشــکل، از روش نرمال ســازی مینیمــال- ماکسیمال 
برای هم مقیاس سازی ویژگی ها استفاده شد. در این روش، 

مقادیر هر ویژگی به بازه ]0, 1[ تبدیل می شــوند تا تمامی 
ویژگی ها در یک مقیاس یکســان قــرار گیرند و اثرگذاری 
آنها در فرایند یادگیری متعادل شود. فرمول نرمال سازی 

به صورت رابطه )2( تعریف می شود:

رابطه )2(

در ایــن رابطه، )x( مقــدار اولیه ویژگی،  و  
به ترتیب حداقل و حداکثر مقدار آن ویژگی در مجموعه داده 
هستند و  مقدار نرمال شده را نشان می‌دهد. پس از اعمال 
این تبدیل، تمامی ویژگی ها در بازه یکســان قرار گرفته و 
داده هــای نهایی برای ورود بــه مدل های یادگیری ماشین 

آماده شدند.

3-6- مدل های یادگیری ماشین

پس از استخراج و نرمال سازی ویژگی ها، سه الگوریتم 
یادگیری ماشین شامل رگرسیون لجستیک، جنگل تصادفی 
و ماشیــن بردار پشــتیبان برای پیش‌بیــنی وجود یا عدم 
وجود ارتباط میان گره ها در شبکه اجتماعی مورد استفاده 
قرار گرفتنــد. هدف این مدل ها، یادگیری الگوهای نهفته در 

جدول )4(. نمونه خروجی از ویژگی  های استخراج شده
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300114634127456324810.0000260.000013-1030300

300114634271745600700.0000230.000014-10301500

300114634152033971849117286510.0000280.0000244032000

300114634384641953710.0000270.000029-10302000

30011463419509601910.0000210.0000267035400

30011463425629264410.0000220.000019-1000105

300114634156313272338417254510.0000130.000016-10301801

300114634117558235772379955300.0000160.000042-103161500

300114634108917422198768435210.0000180.0000505035002

300114634385464571710.0000220.00002030381300
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ویژگی های ســاختاری و تعیین ارتباط میــان کاربران و 
برندهای تجاری است. در رگرسیون لجستیک، احتمال تعلق 
هــر نمونه به کلاس مثبت با اســتفاده از تابع سیگموید44 
مدل ســازی می شــود. این روش به دلیل ســادگی، قابلیت 
تفسیر بالا و کارایی مناسب در مسائل طبقه بندی دودویی 

به عنوان مدل پایه مورد استفاده قرار گرفت.
جنگل تصادفی به عنــوان یک روش تجمیعی، با ترکیب 
مجموعــه‌ای از درخت هــای تصمیم، قادر به مدل ســازی 
روابط غیرخــطی میان ویژگی ها بوده و در برابر داده های 
نوفه عملکرد پایدارتری ارائه می‌دهد. ماشین بردار پشتیبان 
نیــز با یافتن ابرصفحه بهینه و بیشینه ســازی حاشیه بین 
کلاس هــا، بــرای داده های با ابعاد بالا و ســاختار پیچیده 
مناسب بوده و دقت بالایی در تفکیک کلاس ها ارائه می کند. 
در نهایت، عملکرد مدل ها با اســتفاده از معیارهای ارزیابی 
مناسب مورد سنجش و مقایسه قرار گرفت تا بهترین مدل 

برای مسئله پیش‌بینی ارتباط انتخاب شود.

3-7- تنظیم پارامترهای مدل ها

به منظور اطمینــان از قابلیت بازتولیــد نتایج و ایجاد 
شرایط یکســان برای مقایســه مدل‌ها، پارامترهای اصلی 
الگوریتم هــای یادگیری ماشین در این پژوهش مشــخص 
 C و تنظیم شدند. برای رگرسیون لجستیک، مقدار پارامتر
برابر با 1 و حل کننده LBFGS با حداکثر 1000 تکرار مورد 
استفاده قرار گرفت. در مدل جنگل تصادفی، تعداد درخت ها 
برابر بــا 200، حداکثر عمق درخت ها برابــر با 20، معیار 
تقسیم جیــنی45، حداقل تعداد نمونه بــرای تقسیم یک گره 
برابر بــا 2 و حداقل تعداد نمونه در هر برگ برابر با 1 در 
نظر گرفته شــد. همچنین، تعداد ویژگی های مورد استفاده 
در هر تقسیم بر اســاس ریشــه دوم تعداد کل ویژگی ها46 

تعیین شد.
برای ماشین بردار پشتیبان، از تابع هسته پایه شعاعی 47 
استفاده شد و مقدار پارامتر C برابر با 1 و پارامتر γ برابر 
44-Sigmoid
45-Gini
46-Sqrt
47-Radial Basis Function (RBF)

با مقیاس خودکار48 تنظیم گردید. حداکثر تعداد تکرارهای 
الگوریتم نیز 1000 در نظر گرفته شد. تنظیمات استفاده شده 

برای هر سه مدل در جدول 5 خلاصه شده‌اند.

جدول 5. پارامترهای تنظیم شده مدل های یادگیری ماشین
مقدارپارامترمدل

LBFGSحل کننده49رگرسیون لجستیک
C 1.0ضریب منظم سازی
1000حداکثر تعداد تکرار

200تعداد درخت هاجنگل تصادفی
20حداکثر عمق درخت

جینیمعیار تقسیم
حداقل تعداد نمونه برای 

2تقسیم

حداقل تعداد نمونه در 
1برگ

تعداد ویژگی ها در هر 
تقسیم

ریشه دوم تعداد کل 
ویژگی ها

تابع هسته پایه شعاعینوع هستهماشین بردار پشتیبان
C 1.0پارامتر
γ مقیاس خودکارپارامتر

1000حداکثر تعداد تکرار

3-6- معیارهای ارزیابی

برای ارزیــابی عملکرد مدل های یادگیــری ماشین در 
مســئله پیش‌بینی ارتباط میان گره‌ها در شــبکه اجتماعی، 
از معیارهای استاندارد شــامل دقت50، صحت51 و معیار52 
F1 اســتفاده شد. این معیارها امکان سنجش میزان کارایی 

مدل هــا در تشــخیص صحیــح روابط و ارزیــابی کیفیت 
پیش‌بینی را فراهم می کنند. دقــت به عنوان یک معیار کلی، 
نسبت پیش‌بینی های صحیح به کل نمونه ها را نشان می‌دهد 
و بیانگــر عملکرد کلی مدل در طبقه بندی ارتباط ها اســت. 
این معیار دید جامعی از میزان درســتی پیش‌بینی ها ارائه 
می‌دهــد، اما به تنهایی قادر به بــررسی دقیق خطاهای نوع 
اول و دوم نیست. صحت نشان‌دهنده نسبت پیش‌بینی های 
مثبت صحیح به کل نمونه هایی اســت کــه به عنوان مثبت 
پیش‌بینی شــده‌اند و میزان خطای مثبت کاذب را مشخص 

48-Scale
49-Solver
50-Precision
51-Recall
52-F1-score
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می کنــد. این معیار بــرای تحلیل میزان اطمینــان مدل در 
پیش‌بیــنی ارتباط های صحیح اهمیــت دارد. معیار F1 نیز 
به عنــوان میانگین هارمونیک دقت و صحــت، برای ایجاد 
تعادل بین این دو معیار مورد اســتفاده قرار می‌گیرد. این 
معیار به‌ویژه در شــرایطی که داده هــا دارای عدم توازن 
باشــند، نقش مهمی در ارزیابی عملکرد مــدل ایفا می کند. 
در نهایت، از این معیارها برای مقایســه عملکرد مدل های 
مختلف و انتخاب بهترین مدل جهــت پیش‌بینی ارتباط در 

شبکه اجتماعی استفاده شد.

4- نتایج و بحث
در این پژوهش، داده های اســتخراج  شــده از شــبکه 
اجتمــاعی ایکس بــرای تحلیل ارتبــاط میــان کاربران و 
نمانام های تجاری مورد اســتفاده قرار گرفت. با توجه به 
حجم بالای داده، برای نمایش بصری تنها بخشی از شبکه 
به عنوان نمونه ترسیم شــد تا ساختار کلی ارتباطات قابل 
مشاهده باشد. این نمایش، دید کلی از توزیع گره ها و یال ها 

در شبکه ارائه می‌دهد.

4-1- نتایج مدل رگرسیون لجستیک

بــرای ارزیابی مدل هــای یادگیری ماشیــن، از روش 
اعتبارســنجی متقابل ده تایی استفاده شــد. در این روش، 
داده ها به ده بخش تقسیم شدند و در هر مرحله، یک بخش 

به عنوان داده آزمــون و نه بخش دیگر برای آموزش مدل 
مورد استفاده قرار گرفت. این فرایند باعث کاهش سوگیری 
در ارزیابی و افزایش پایداری نتایج شــد. مدل رگرسیون 
لجستیک با استفاده از داده های اعتبارسنجی متقابل ده تایی 
آموزش داده شد و نتایج آن در جدول زیر ارائه شده است

جدول )6(. نتایج مدل رگرسیون لجستیک
معیار F1صحتدقت

00/980/920/95

10/920/980/95

شکل )3(. ماتریس درهم ریختگی مدل رگرسیون لجستیک

نتایــج مــدل رگرسیون لجســتیک نشــان می‌دهد که 
ویژگی های استخراج  شده از ساختار گراف توانایی مناسبی 
در تفکیــک ارتباطات میان کاربران و نمانام ها دارند. مقدار 
بالای معیار F1 در هر دو کلاس بیانگر تعادل مناسب میان 
دقت و صحت مدل اســت. همچنین، مقادیر به‌دســت  آمده 
نشــان می‌دهد که روابط موجود در شبکه اجتماعی تا حد 

زیادی قابل یادگیری و پیش‌بینی هستند.

4-2- نتایج مدل جنگل تصادفی

در ادامــه، مدل جنــگل تصــادفی با همــان تنظیمات 
اعتبارســنجی اجرا شــد. این مدل با بهره‌گیری از ساختار 
تجمیعی، توانایی مناســبی در یادگیــری روابط غیرخطی 

میان ویژگی ها دارد.

شکل 2. نمایش گراف ارتباط بین کاربران و برندها
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جدول )7(. نتایج مدل جنگل تصادفی
معیار F1صحت دقت 

00/980/960/97
10/960/980/97

شکل )4(. ماتریس درهم ریختگی مدل جنگل تصادفی

مدل جنگل تصادفی بهترین عملکرد را در میان مدل های 
مورد بررسی ارائه داد. این موضوع نشان می‌دهد که وجود 
روابط غیرخطی میان ویژگی های ســاختاری شبکه نقش 
مهمی در پیش‌بینی ارتباط کاربران با برندها دارد. ساختار 
تجمیعی ایــن الگوریتم باعث کاهش خطــای طبقه بندی و 

افزایش پایداری مدل شده است.

3-4- نتایج مدل ماشین بردار پشتیبان

در این بخش، مدل ماشین بردار پشتیبان برای طبقه بندی 
روابط میان گره ها مورد استفاده قرار گرفت.

نتایج مدل ماشین بردار پشــتیبان نشان می‌دهد که این 
الگوریتم نیز توانایی مناسبی در تفکیک کلاس ها دارد. با این 
حال، عملکرد آن نسبت به جنگل تصادفی اندکی ضعیف تر 
اســت که می تواند نــاشی از پیچیــدگی و غیرخطی بودن 

روابط موجود در شبکه اجتماعی باشد.

4-4- بحث و مقایسه نتایج

با مقایسه نتایج سه مدل مورد بررسی شامل رگرسیون 
لجستیک، جنگل تصادفی و ماشین بردار پشتیبان، مشاهده 
می شــود که مدل جنگل تصادفی با دقــت کلی 97 درصد 

عملکرد بهتری نسبت به سایر مدل ها داشته است. مدل های 
رگرسیون لجســتیک و ماشین بردار پشتیبان نیز هر دو با 

دقت 95 درصد نتایج قابل قبولی ارائه کرده‌اند.
برتری مدل جنگل تصــادفی را می توان به توانایی این 
الگوریتم در مدل ســازی روابط غیرخــطی و پیچیده میان 
ویژگی های شــبکه نســبت داد. یکی دیگر از دلایل عملکرد 
بهتر جنگل تصادفی، توانایی این مدل در شناســایی اثرات 
متقابل و غیرخطی میان ویژگی های ساختاری شبکه است. 
در حالی که رگرسیون لجســتیک عمدتاًً روابط خطی میان 
ویژگی ها و متغیر هدف را مدل سازی می کند، جنگل تصادفی 
با اســتفاده از مجموعــه‌ای از درخت های تصمیم می تواند 
ترکیب های مختلفی از ویژگی هایی مانند رتبةصفحه، تعداد 
دنبال کنندگان، تعداد دنبال شــوندگان، کوتاه ترین مسیر و 
اشــتراک همســایگی را به صورت هم‌زمان در نظر بگیرد. 
این ویژگی به‌ویژه در شــبکه های اجتماعی که روابط میان 
ویژگی هــای همبندی معمولًاً پیچیده و غیرخطی هســتند، 
می تواند به تفکیک بهتر نمونه های مثبت و منفی منجر شود.

در شــبکه های اجتماعی، ارتباط میان کاربران معمولًاً 
دارای ســاختارهای پیچیده و الگوهای غیرخطی است؛ به 
همین دلیل، مدل جنگل تصادفی با اســتفاده از مجموعه‌ای 
از درخت های تصمیم قادر اســت تعامل میان ویژگی های 
مختلــف را بهتر یاد بگیــرد. علاوه بر این، ایــن الگوریتم 

جدول 8. نتایج مدل ماشین بردار پشتیبان
معیار F1صحت دقت 

00/970/930/95
10/930/970/95

شکل 5. ماتریس درهم ریختگی مدل ماشین بردار پشتیبان

ارائه چارچوبی مبتنی بر تحلیل گراف و یادگیری ماشین ... / مرتضی محمدی زنجیره و نسرین نظری 
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نســبت به داده های نوفه‌دار و تغییرات موجود در شــبکه 
مقاومت بیشتری دارد و می تواند تعمیم پذیری مناسب تری 
نسبت به ســایر مدل ها ارائه دهد. نتایج این پژوهش نشان 
می‌دهد که ترکیب ویژگی های ساختاری استخراج‌ شده از 
شــبکه اجتماعی با الگوریتم های یادگیری ماشین می تواند 
در پیش‌بیــنی ارتباط میــان کاربــران و برندهای تجاری 
عملکرد مؤثری داشته باشد. همچنین، استفاده هم‌زمان از 
مفاهیم نظریه گراف و مدل های یادگیری ماشین نســبت به 
روش های صرفاًً ســاختاری، دقت بالاتری در تحلیل رفتار 

کاربران و روابط شبکه‌ای فراهم می کند.
بــه منظور بررسی آمــاری تفاوت عملکــرد مدل ها و 
اطمینــان از معنادار بودن برتــری جنگل تصادفی، آزمون 
ویلکاکســون53 به صورت جفتی بین مــدل جنگل تصادفی 
و هر یک از دو مدل رگرسیون لجســتیک و ماشین بردار 
پشــتیبان انجام شــد. با توجه به ماهیت جفت شــده نتایج 
حاصل از اعتبارســنجی متقابــل، مقادیر معیار F1 حاصل 
از ده بخشی اعتبارســنجی برای هر مدل به صورت جفتی 
مورد مقایسه قرار گرفتند. نتایج آزمون در جدول )9( ارائه 

شده است.

جدول 9. نتایج آزمون آماری ویلکاکسون برای مقایسه مدل ها 
نتیجهمقدار pمقایسه مدل ها

جنگل تصادفی- رگرسیون 
لجستیک

تفاوت معنادار0.001 <

جنگل تصادفی- ماشین بردار 
پشتیبان

تفاوت معنادار0.001 <

همان گونه که در جدول )9( مشــاهده می شود، تفاوت 
عملکــرد مدل جنگل تصــادفی با هر دو مــدل رگرسیون 
لجستیک و ماشین بردار پشــتیبان از نظر آماری معنادار 
است. مقدار p در هر دو مقایسه کمتر از 0/001 و در نتیجه 
کمتر از سطح معناداری 0/05 است؛ بنابراین، فرض صفر 
مبنی بر نبود تفاوت معنادار بین عملکرد مدل ها رد می شود. 
این نتیجه نشــان می‌دهد که برتری مشــاهده‌ شــده برای 
جنگل تصادفی صرفاًً ناشی از تغییرات تصادفی در فرایند 

53-Wilcoxon Signed-Rank Test

ارزیابی نبوده و از نظر آماری نیز پشتیبانی می شود.
نتایج این پژوهش نشان می‌دهد که ترکیب ویژگی های 
ساختاری استخراج‌ شده از شبکه اجتماعی با الگوریتم های 
یادگیری ماشین می تواند در پیش‌بینی ارتباط میان کاربران 
و نشان های تجاری عملکرد مؤثری داشته باشد. همچنین، 
استفاده هم‌زمان از مفاهیم نظریه گراف و مدل های یادگیری 
ماشین نسبت به روش های صرفاًً ساختاری، دقت بالاتری 

در تحلیل رفتار کاربران و روابط شبکه‌ای فراهم می کند.

4-4-1- تحلیل اهمیت ویژگی ها و عوامل مؤثر بر پیش بینی

به منظور بررسی نقش ویژگی های استخراج شــده در 
پیش‌بیــنی ارتباط میان کاربران و برندهای تجاری، اهمیت 
نسبی ویژگی های مورد اســتفاده در مدل جنگل تصادفی 
مــورد بررسی قرار گرفت. از آنجــا که جنگل تصادفی بر 
اســاس کاهش ناخالصی درخت های تشــکیل‌دهنده خود 
می تواند سهم نســبی ویژگی ها را در فرایند تصمیم‌گیری 
محاســبه کند، از مقادیر اهمیت ویژگی های این مدل برای 
شناسایی عوامل مؤثر بر پیش‌بینی استفاده شد. اهمیت هر 
ویژگی بر اساس میانگین کاهش ناخالصی54 در درخت های 
تشــکیل‌دهنده جنگل تصادفی محاسبه و سپس به صورت 
نسبی گزارش شد. نتایج این تحلیل در جدول )9( ارائه شده 

است.

جدول 10. اهمیت نسبی ویژگی ها در مدل جنگل تصادفی
اهمیت نسبیویژگیرتبه

0/24اشتراک همسایگی1
0/19رتبة صفحه گره مقصد2
0/15دنبال کنندگان گره مقصد3
0/11دنبال شوندگان گره مبدأ4
0/10رتبة صفحه گره مبدأ5
0/08دنبال کنندگان گره مبدأ6
0/07دنبال شوندگان گره مقصد7
0/06کوتاه ترین مسیر8

1/00جمع

همان گونه که در جدول )9( مشــاهده می شود، ویژگی 
اشتراک همسایگی با اهمیت نسبی 0/24 بیشترین نقش را در 
پیش‌بینی وجود ارتباط میان گره ها داشته است. این نتیجه 
54-Mean Decrease in Impurity
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نشــان می‌دهد که شباهت ســاختاری و وجود همسایگان 
مشــترک می تواند شــاخص مهمی برای شناسایی روابط 
میان کاربران و نمانام ها باشد. پس از آن، رتبةصفحه گره 
مقصد و تعداد دنبال کنندگان گره مقصد به ترتیب با مقادیر 
0/19 و 0/15 در رتبه هــای بعــدی قــرار گرفته‌اند. اهمیت 
بالاتر این ویژگی ها نشــان می‌دهد که جایگاه ســاختاری 
و میزان نفوذ گره مقصد در شــبکه می تواند در پیش‌بینی 

ارتباط نقش قابل توجهی داشته باشد.
همچنین، ویژگی های مربوط به گره مبدأ، شــامل تعداد 
دنبال شــوندگان، رتبةصفحه و تعداد دنبال کنندگان، سهم 
قابل توجــهی در تصمیم‌گیــری مدل داشــته‌اند. در مقابل، 
ویــژگی کوتاه ترین مسیر بــا اهمیت نســبی 0/06، نقش 
محدودتری در مقایسه با سایر ویژگی ها نشان داده است. 
این یافته بیانگر آن است که در مجموعه‌داده مورد بررسی، 
شــاخص های مربوط به اهمیت گره و شباهت محلی شبکه 
نسبت به صرف فاصله همبندی، اطلاعات متمایزکننده تری 

برای پیش‌بینی ارتباط فراهم می کنند.
در مجمــوع، تحلیل اهمیت ویژگی ها نشــان می‌دهد که 
ویژگی هــای ســاختاری و محلی گراف، به‌ویژه اشــتراک 
همســایگی و شــاخص های اهمیت گره، نقــش مهمی در 
پیش‌بینی ارتباط کاربران بــا نمانام های تجاری دارند. این 
نتایــج همچنین می تواند یــکی از دلایل عملکرد بهتر جنگل 
تصادفی نســبت به رگرسیون لجســتیک و ماشین بردار 
پشتیبان باشــد، زیرا این مدل قادر است اثرات غیرخطی و 
تعامل میــان ویژگی های مختلف را در فرایند تصمیم‌گیری 
لحــاظ کند. بنابرایــن، اســتفاده هم‌زمــان از ویژگی های 
ساختاری گراف و الگوریتم های یادگیری ماشین می تواند 
علاوه بر بهبود عملکرد پیش‌بینی، بینش قابل توجهی درباره 

عوامل مؤثر بر ارتباط کاربران با نمانام ها فراهم کند.

4-4-2- مقایسه با روش های نوین پیش بینی پیوند

با توجه به توســعه روش های مبتنی بر یادگیری نمایش 
گراف و شبکه های عصبی گراف در سال های اخیر، روش هایی 
و   Node2Vec ،DeepWalk ،GraphSAGE، GCN ،GAT ماننــد

SEAL در مســائل مختلف پیش‌بینی پیوند مورد توجه قرار 

گرفته‌انــد. این روش ها بــا بهره‌گیری از ســاختار گراف، 
اطلاعات همســایگی و نمایش های برداری یا معماری های 
یادگیری عمیق، قادر به اســتخراج الگوهای پیچیده موجود 
در شبکه هســتند. به منظور تبیین جایگاه رویکرد حاضر 
در میان روش های رایج پیش‌بینی پیوند، ویژگی های اصلی 
این روش هــا و تفاوت آنها با رویکــرد حاضر به صورت 
مقایســه‌ای بررسی شده‌اند. خلاصه این مقایسه در جدول 

)11( ارائه شده است.
مقایســه روش هــای فوق نشــان می‌دهــد که بخش 
قابل توجهی از روش های نوین پیش‌بینی پیوند بر یادگیری 
خودکار نمایش گراف یا استفاده از معماری های عمیق برای 
استخراج الگوهای پیچیده شبکه متمرکز هستند. برای مثال، 
روش هــای  Node2Vec و DeepWalk تلاش می کنند نمایش 
Graph�  برداری مناــسبی از گره ها ایجاد کنند، در حالی که 

SAGE ،GCN و GAT با اســتفاده از معماری‌های مبتنی بر 

شــبکه های عصبی گراف، اطلاعات ساختاری و همسایگی 
گره ها را به صورت لایه‌ای یاد می‌گیرند. روش SEAL نیز با 
تمرکز بر زیرگراف پیرامون جفت گره های مورد بررسی، 

اطلاعات محلی مرتبط با وجود پیوند را استخراج می کند.
در مقابل، رویکرد حاضر بــه جای اتکا به نمایش های 
بــرداری یا معماری هــای عمیق گــراف، از مجموعه‌ای از 
ویژگی هــای ســاختاری قابل تفسیر، شــامل رتبةصفحه، 
تعــداد دنبال کنندگان، تعــداد دنبال‌شــوندگان، کوتاه ترین 
مسیر و اشتراک همســایگی استفاده می کند. این ویژگی ها 
مســتقیماًً بیانگر خصوصیــات همبندی گره هــا و روابط 
میان آنها هستند و امکان تحلیل نقش هر ویژگی در فرایند 
پیش‌بینی را فراهــم می کنند. همان طور که در بخش تحلیل 
اهمیت ویژگی ها نشان داده شد، ویژگی اشتراک همسایگی 
و شــاخص های اهمیت گره از مهمتریــن عوامل مؤثر در 

پیش‌بینی روابط در مجموعه‌داده مورد بررسی بوده‌اند.
دارای  تفسیرپذیــری، رویکــرد حاضــر  دیــدگاه  از 
ویژگی هایی است که آن را از روش های مبتنی بر یادگیری 
عمیق متمایز می کند. روش های مبتنی بر شبکه های عصبی 
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گراف معمولًاً به تنظیم معماری، تعداد لایه ها، ابعاد نمایش 
برداری، نرخ یادگیری و ســایر اَبَََرپارامترها نیاز دارند، در 
حالی که ویژگی های مورد اســتفاده در پژوهش حاضر از 
مفاهیم شناخته  شده نظریه گراف استخراج شده و تفسیر 
آنها نسبتاًً مستقیم اســت. بنابراین، هدف پژوهش حاضر 
ارائه یک معمــاری جدید یادگیری عمیق بــرای پیش‌بینی 
پیوند نیســت، بلکه بررسی میــزان توانــایی ویژگی های 
ساختاری قابل تفسیر در ترکیب با الگوریتم های یادگیری 
ماشین برای تشــخیص روابط میان کاربران و نمانام های 

تجاری است.
در نتیجه، مقایسه حاضر نشان می‌دهد که رویکرد حاضر 
از نظر طراحی با روش های مبتنی بر ابعاد نمایش برداری و 
یادگیری عمیق تفاوت دارد. در حالی که روش های نوین بر 
یادگیری خودکار نمایش و الگوهــای پیچیده گراف تمرکز 
می کنند، روش حاضر بر اســتخراج ویژگی های ساختاری 
قابل تفسیر و اســتفاده از آنهــا در الگوریتم های یادگیری 
ماشین تأکید دارد. از این منظر، رویکرد حاضر می تواند به 
عنوان یک چارچوب مبتنی بر ویژگی های ســاختاری برای 
پیش‌بینی ارتباط در شبکه های اجتماعی در نظر گرفته شود 
کــه علاوه بر عملکرد پیش‌بینی، امکان تحلیل عوامل مؤثر بر 

تصمیم‌گیری مدل را نیز فراهم می کند.

4-5- تحلیل زمان اجرای مدل ها

به منظور بــررسی هزینه محاســباتی مدل های مورد 
اســتفاده و مقایســه کارایی آنها از نظر زمان اجرا، زمان 
اجرای رگرسیون لجستیک، ماشین بردار پشتیبان و جنگل 
تصادفی اندازه‌گیری و مقایسه شد. برای اطمینان از قابلیت 
مقایســه، هر سه مدل تحت شرایط یکسان و با استفاده از 
مجموعه ویژگی ها و داده های یکســان اجرا شــدند. زمان 
اجرای هر مدل از مرحله آموزش تا تکمیل فرایند پیش‌بینی 
اندازه‌گیری شد. نتایج این تحلیل در جدول )12( ارائه شده 

است.

جدول 12: مقایسه زمان اجرای مدل های یادگیری ماشین
زمان اجرا )ثانیه(مدل

12/4رگرسیون لجستیک

48/7ماشین بردار پشتیبان

31/6جنگل تصادفی

همان گونــه کــه در جدول )12( مشــاهده می شــود، 
رگرسیون لجســتیک با زمان اجــرای 12/4 ثانیه کمترین 
هزینه محاسباتی را در میان مدل‌های مورد بررسی داشته 
اســت. این نتیجه را می توان به ســاختار نسبتاًً ساده این 
مدل و تعداد محدود پارامترهای آن نســبت داد. در مقابل، 

جدول 11: مقایسه رویکرد پیشنهادی با روش های نوین پیش بینی پیوند

نحوه استخراج اطلاعات نوع رویکردروش
تفاوت با رویکرد حاضرمزیت اصلیگراف

Node2Vecیادگیری نمایش گراف
تولید embedding با 

جست وجوی تصادفی
استفاده از نمایش برداری به جای یادگیری نمایش انعطاف پذیر گره ها

ویژگی های ساختاری مستقیم

DeepWalkیادگیری نمایش گراف
پیمایش تصادفی و یادگیری 

embedding
وابستگی بیشتر به embedding استخراج الگوهای ساختاری شبکه

گره ها

GraphSAGEقابلیت یادگیری نمایش برای تجمیع اطلاعات همسایگانیادگیری عمیق گراف
گره های دیده  نشده

استفاده از معماری عمیق و 
aggregation

GCNانتشار و تجمیع اطلاعات شبکه عصبی گراف
استفاده از شبکه عصبی گراف به یادگیری روابط غیرخطی گرافهمسایگان

جای ویژگی های مهندسی شده

GAT
شبکه عصبی گراف 

مبتنی بر توجه
وزن دهی متفاوت به 

استفاده از سازوکار  attentionشناسایی اهمیت نسبی همسایگانهمسایگان

SEAL
پیش بینی لینک مبتنی 

بر زیرگراف
استخراج زیرگراف پیرامون 

جفت گره ها
استفاده مستقیم از ساختار محلی 

پیرامون پیوند
استفاده از ساختار زیرگراف پیرامون 

جفت گره های نامزد

یادگیری ماشین مبتنی رویکرد حاضر
بر ویژگی

استخراج ویژگی های 
ساختاری و همبندی

سادگی، تفسیرپذیری و قابلیت 
-تحلیل اهمیت ویژگی ها
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ماشین بردار پشتیبان با زمان اجرای 48/7 ثانیه بیشترین 
زمان محاسباتی را به خود اختصاص داده است. این زمان 
بیشــتر می تواند ناشی از فرایند محاســباتی پیچیده تر این 

الگوریتم در تعیین مرز تصمیم و پردازش نمونه ها باشد.
مــدل جنگل تصادفی بــا زمان اجــرای 31/6 ثانیه در 
جایگاه میانی قرار گرفته اســت. اگرچــه زمان اجرای آن 
بیشتر از رگرسیون لجستیک اســت، اما نسبت به ماشین 
بردار پشتیبان زمان محاسباتی کمتری نیاز دارد. با توجه 
به این که جنگل تصــادفی در این پژوهش بهترین عملکرد 
پیش‌بینی را با دقــت 0/97 و معیار F1 برابر با 0/97 ارائه 
کرده اســت، می توان گفــت که این مــدل در کنار عملکرد 

پیش‌بینی بالاتر، هزینه محاسباتی قابل قبولی نیز دارد.
در مجموع، نتایج نشان می‌دهد که انتخاب مدل مناسب 
تنها بر اساس زمان اجرای کمتر انجام نمی شود، بلکه باید 
میان عملکرد پیش‌بینی و هزینه محاســباتی تعادل برقرار 
شــود. در این پژوهش، جنــگل تصادفی بــا وجود زمان 
اجرای بیشتر نسبت به رگرسیون لجستیک، به دلیل عملکرد 
پیش‌بینی بهتر و زمان اجرای قابل قبول، گزینه مناسب تری 
برای مســئله پیش‌بینی ارتباط میان کاربران و نمانام های 

تجاری محسوب می شود.

4-6-تحلیل حساسیت

بــه منظور بررسی پایداری عملکرد مدل و میزان تأثیر 
عوامل مختلف بر نتایج پیش‌بینی، تحلیل حســاسیت برای 
مدل جنگل تصادفی انجام شــد. در این تحلیل، ســه عامل 
شــامل مجموعه ویژگی های مورد استفاده، حجم داده های 
آموزشی و تعداد فولدهای55 اعتبارســنجی مورد بررسی 
قرار گرفتنــد. هدف از این تحلیل، تعیین میزان وابســتگی 
عملکرد مدل به انتخاب ویژگی هــا، اندازه مجموعه داده و 

تنظیمات فرایند ارزیابی بود.

4-6-1- تأثیر حذف ویژگی ها

به منظور بررسی نقش هر یک از ویژگی های ساختاری، 
هــر بار یکی از ویژگی هــا از مجموعه ویژگی های ورودی 
55-Fold

حذف و مدل جنگل تصادفی مجدداًً ارزیابی شــد. ســایر 
شــرایط آزمایش ثابت نگه داشته شــدند. نتایج در جدول 

)13( ارائه شده است.
همان گونه که در جدول )13( مشــاهده می شود، حذف 
اشتراک همسایگی بیشترین کاهش عملکرد را ایجاد کرده و 
معیار F1 از 0/97 به 0/94 کاهش یافته اســت. این نتیجه با 
تحلیل اهمیت ویژگی ها در بخش قبل نیز همخوانی دارد؛ زیرا 
اشتراک همســایگی با اهمیت نسبی 0/24 مهمترین ویژگی 
مدل بوده است. حذف رتبةصفحه نیز کاهش محدودی در 
عملکرد ایجاد کرده اســت، در حالی کــه حذف کوتاه ترین 
مسیر تغییر محسوسی در معیار F1 ایجاد نکرده است. این 
یافته نشان می‌دهد که ویژگی های مربوط به ساختار محلی 
و اهمیت گره ها در مجموعــه‌داده مورد بررسی، اطلاعات 

متمایزکننده تری برای پیش‌بینی پیوندها فراهم می کنند.

4-6-2- تأثیر حجم داده ها

برای بررسی میزان حســاسیت مدل نســبت به حجم 
داده های مورد اســتفاده، مدل جنگل تصادفی با استفاده از 
بخش های مختلفی از مجموعه داده آموزش و ارزیابی شد. 
سایر تنظیمات مدل ثابت نگه داشته شدند. نتایج در جدول 

)14( ارائه شده است.

جدول 14. تأثیر حجم داده بر عملکرد مدل
درصد داده مورد 

معیار  F1بازخوانیصحتدقتاستفاده

%600/940/930/950/94
%700/950/940/960/95
%800/970/960/980/97
%900/970/960/980/97

نتایج نشــان می‌دهد کــه با افزایش حجــم داده از 60 
بــه 80 درصد، عملکــرد مدل بهبود می یابــد؛ در حالی که 
افزایــش حجم داده از 80 به 90 درصد تغییر محســوسی 
در معیارهــای ارزیابی ایجاد نمی کند. این موضوع نشــان 
می‌دهد که مدل پس از اســتفاده از بخــش عمده داده های 

آموزشی به سطح نسبتاًً پایداری از عملکرد می‌رسد.
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4-6-3- تأثیر تعداد فولدهای اعتبارسنجی

در ادامــه، بــه منظور بــررسی تأثیر تعــداد فولدهای 
اعتبارسنجی بر نتایج، مدل با تعداد فولدهای مختلف شامل 
5، 10 و 15 اجرا شــد. نتایج ایــن آزمایش در جدول )15( 

ارائه شده است.

جدول 15: تأثیر تعداد فولدهای اعتبارسنجی بر عملکرد مدل
معیار  F1بازخوانیصحتدقتتعداد فولد 

50/960/950/970/96
100/970/960/980/97
150/970/960/980/97

همان گونه که در جدول )15( مشاهده می شود، افزایش 
تعــداد فولد از 5 به 10 موجب بهبــود جزئی عملکرد مدل 
شــد، به طوری که معیار F1 از 0/96 به 0/97 افزایش یافت. 
با افزایش تعداد فولد از 10 به 15، معیارهای ارزیابی ثابت 
باقی ماندند. بنابراین، انتخاب اعتبارســنجی متقابل ده تایی 
ضمن فراهم کردن ارزیابی پایدار، از نظر هزینه محاسباتی 

نیز انتخاب مناسبی است.
در مجموع، تحلیل حســاسیت نشان می‌دهد که عملکرد 
مدل جنگل تصادفی نسبت به تغییرات در مجموعه ویژگی ها، 
حجم داده و تعداد فولد اعتبارســنجی از پایداری مناســبی 
برخوردار است. در میان ویژگی های مورد بررسی، اشتراک 
همسایگی بیشترین تأثیر را بر عملکرد مدل داشته است، در 
حــالی که افزایش حجــم داده از 80 به 90 درصد و افزایش 
تعــداد فولــد از 10 به 15، تغییر محســوسی در معیارهای 
ارزیــابی ایجــاد نکردند. این نتایج از پایــداری نتایج اصلی 
پژوهش و انتخاب تنظیمات مورد استفاده پشتیبانی می کنند.

5- نتیجه گیری 
در این پژوهش، مســئله پیش‌بینی ارتبــاط کاربران با 
نمانام های تجاری در شــبکه های اجتماعی با اســتفاده از 
ویژگی های ســاختاری گــراف و الگوریتم هــای یادگیری 
ماشین بررسی شــد. داده های کاربــران و ارتباطات آنها 
از شــبکه اجتماعی ایکس استخراج و پس از پیش پردازش، 
به صورت یک گراف جهت‌دار مدل ســازی شــدند. سپس 
ویژگی هایی شــامل رتبةصفحــه، کوتاه ترین مسیر، تعداد 
دنبال کنندگان، تعداد دنبال شــوندگان و اشتراک همسایگی 
از ساختار شبکه اســتخراج و برای پیش‌بینی ارتباط میان 

کاربران و نمانام ها مورد استفاده قرار گرفتند.
از دیــدگاه علمی، یافته های پژوهش نشــان می‌دهد که 
ویژگی های ساختاری و همبندی شبکه می توانند اطلاعات 
متمایزی برای شناســایی روابط بالقوه میان گره ها فراهم 
کنند. به‌ویژه، اهمیت بالاتر ویژگی اشتراک همسایگی نشان 
داد که ساختار محلی شبکه و میزان اشتراک در همسایگان 
می تواند نقش مهمی در تشــخیص روابط میان کاربران و 
نمانام ها داشته باشد. همچنین، عملکرد بهتر جنگل تصادفی 
نسبت به رگرسیون لجستیک و ماشین بردار پشتیبان نشان 
می‌دهد که توانایی مدل ســازی روابــط غیرخطی و تعامل 
میان ویژگی های ساختاری می تواند برای مسئله پیش‌بینی 
لینک اهمیت داشــته باشــد. بنابراین، یافته اصلی پژوهش 
صرفاًً دســتیابی به عملکرد پیش‌بینی مناسب نیست، بلکه 
نشان می‌دهد ویژگی های ساختاری قابل تفسیر، در ترکیب 
با الگوریتم های یادگیری ماشین، می توانند اطلاعات مؤثری 

برای تحلیل روابط شبکه های اجتماعی فراهم کنند.
از دیدگاه کاربردی، چارچوب ارائه شده می تواند برای 
شناسایی روابط بالقوه میان کاربران و نمانام های تجاری 
و پشــتیبانی از تحلیل ساختار شــبکه های اجتماعی مورد 
اســتفاده قرار گیرد. شناســایی چنین روابطی می تواند در 
تحلیل تعاملات کاربران، شناســایی کاربران بالقوه مرتبط 
بــا نمانام ها و پشــتیبانی از تصمیم‌گیری هــای مرتبط با 
بازاریابی شبکه های اجتماعی مفید باشد. همچنین، استفاده 
از ویژگی های ســاختاری قابل تفسیر این امکان را فراهم 

جدول 13.تحلیل حساسیت نسبت به حذف ویژگی ها
معیار F1بازخوانیصحتدقتمجموعه ویژگی ها

0/970/960/980/97همه ویژگی ها

0/940/940/950/94بدون اشتراک همسایگی

0/950/940/960/95بدون رتبة صفحه

0/960/950/970/96بدون تعداد دنبال کنندگان

بدون تعداد 
0/960/950/970/96دنبال شوندگان

0/970/960/970/97بدون کوتاه ترین مسیر
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می کنــد که عوامل مؤثــر بر پیش‌بیــنی روابط به صورت 
مستقیم مورد بررسی قرار گیرند.

محدودیت ها و پیشنهادهای پژوهش های آینده

با وجــود یافته های حاصل از ایــن پژوهش، داده های 
مورد اســتفاده به شــش نمانام‌ تجاری در شبکه اجتماعی 
ایکــس محدود بوده و بنابراین بررسی قابلیت تعمیم نتایج 
به ســایر نمانام ها و شــبکه های اجتماعی نیازمند ارزیابی 
بیشتر است. همچنین، به دلیل محدودیت های دسترسی به 
داده های شــبکه اجتماعی و تمرکز پژوهش بر ویژگی های 
ســاختاری، اطلاعات محتوایی و معنایی تعاملات کاربران 
به صورت مستقیم در مدل مورد استفاده قرار نگرفته است. 
علاوه بر این، اگرچه پایداری مدل نســبت به برخی عوامل 
آزمایشی بررسی شــد، تغییرات زمانی روابط کاربران در 
طول دوره های مختلف به صورت مستقل مدل سازی نشده 

است.
در پژوهش هــای آینده می توان چارچوب پیشــنهادی 
را بر روی مجموعه گســترده تری از کاربــران، نمانام ها 
و شــبکه های اجتمــاعی ارزیــابی کرد. همچنیــن، ترکیب 
ویژگی های ســاختاری با ویژگی‌های زمــانی، محتوایی و 
معنایی می توانــد اطلاعات مکملی بــرای پیش‌بینی روابط 
فراهم کند. بررسی روش های پیشرفته مبتنی بر شبکه های 
عصــبی گرافی ماننــد GCN ،GAT و GraphSAGE در کنار 
ویژگی هــای مهندسی  شــده نیز می تواند امکان مقایســه 
جامع تــر روش های مبتنی بر ویژگی و روش های یادگیری 
عمیــق را فراهم کنــد. در نهایت، بــررسی تغییرات زمانی 
روابط و توســعه مدل های قادر به پیش‌بینی شــکل‌گیری 
پیوند های جدیــد در دوره های زمانی آینده می تواند مسیر 

مناسبی برای ادامه این پژوهش باشد.
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