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گرافی برای درک تعاملات مکانی و رمزگشای بیزی برای 
برآورد عدم قطعیت به کار گرفته شــده‌اند. برای آموزش و 
ارزیابی، از داده های واقعی پرواز در مجموعه‌داده‌ی تارتان 
اوییشــن استفاده می شــود. نتایج تجربی حاکی از برتری 
عملکرد معماری پیشنهادی در مقایسه با روش پایه است؛ 
به گونــه‌ای که خطای میانگین مسیر از 0/3069 به 0/2837 
و خطــای نهایی مسیر از 0/5218 به 0/4927 رسیده‌اند که 
به ترتیب نشــان‌دهنده ۷ و ۴ درصد بهبود است. همچنین، 
رمزگشــای بیزی با ارائه بــرآوردی از میزان عدم قطعیت، 
اطلاعاتی درباره میــزان اطمینــانِِ پیش‌بینی ها در اختیار 
ســامانه های تصمیم یار قرار می‌دهــد. یافته های پژوهش 
نشــان می شــود، معماری پیشــنهادی قابلیت کاربرد در 
پشــتیبانی از تصمیم‌گیری در محیط های عملیاتی مدیریت 

ترافیک هوایی را داراست.
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چکیده
مدیریت ترافیک هوایی برای افزایش ایمنی و بهره‌وری 
عملیات پــروازی، به پیش‌بینی دقیــق و قابل ‌اعتماد مسیر 
آتی هواپیماها وابسته اســت. پیش‌بینی مسیر چهاربعدی، 
به عنوان یــکی از قابلیت های کلیدی ســامانه های ناوبری 
نسل آینده، مســتلزم مدل ســازی هم‌زمان وابستگی های 
زمانی، تعــاملات مکانی میان هواپیماها و عدم قطعیت ذاتی 
حرکت آنها اســت. با وجود پیشــرفت های اخیر، بیشــتر 
روش هــای موجود تنها بخشی از این الزامات را پوشــش 
می‌دهند؛ ازاین‌رو، توســعه روشی که بتواند این سه عامل 
را به صورت یکپارچه مدل ســازی کند، همچنان یک چالش 
پژوهشی محســوب می شود. در این پژوهش، یک معماری 
یکپارچــه بــرای پیش‌بینی مسیر ارائه شــده اســت که از 
ترکیب شبکه عصبی مصنوعی حافظة کوتاه مدت پرتوالیِِ 
دوسویه همراه با سازوکار توجه، شبکه هم آمیخت گرافی 
مبتنی بر مبدّّل و یک رمزگشای بیزی بهره می‌گیرد. شبکه 
حافظة کوتاه مدت پرتوالیِِ دوســویه و ســازوکار توجه 
به منظور اســتخراج وابستگی های زمانی، شبکه هم آمیخت 
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1-مقدمه 
مدیریت ایمن و کارآمد ترافیک هوایی1، مستلزم آگاهی 
دقیق از وضعیت کنــونی و پیش‌بینی قابل‌اعتماد وضعیت 
آینده هواپیماها اســت. در ســال های اخیر، رشــد مستمر 
تقاضای حمل‌ونقل هوایی، افزایش تراکم پروازها و حرکت 
صنعت هوانوردی به سوی مفاهیمی مانند عملیات مبتنی بر 
مسیر پروازی2 و مدیریت هوشــمند ترافیک هوایی، اهمیت 
پیش‌بیــنی دقیق مسیــر چهاربعدی هواپیماهــا را بیش از 
پیش آشــکار ساخته است. پیش‌بینی مسیر چهاربعدی، که 
موقعیت افقی، عمودی، ارتفاع و زمان را به صورت هم‌زمان 
در بــر می‌گیرد، یــکی از قابلیت های کلیدی ســامانه های 
ناوبری نسل آینده به شمار می‌رود و در کاربردهایی مانند 
تشخیص و پیشــگیری از تعارض، مدیریت جریان ترافیک 
هوایی، تخصیص بهینه ظرفیت فضای پروازی و پشتیبانی 
از تصمیم‌گیــری کنترل کننده هــای ترافیــک هــوایی نقش 
اساسی ایفا می کند. ازاین‌رو، توسعه روش هایی که بتوانند 
مسیر آینده هواپیماها را با دقت و قابلیت اطمینان بیشتری 
پیش‌بیــنی کنند، به یکی از موضوعــات مهم پژوهشی در 

حوزه هوانوردی و هوش مصنوعی تبدیل شده است.
روندهای جهــانی صنعت هوانــوردی و گزارش های 
مراجــع بین‌المللی نظیر ســازمان هوانــوردی غیرنظامی 
بین‌الملــلی3 نشــان می‌دهد که حجم حمل‌ونقــل هوایی در 
دهه های آینده در ســطح جهانی با رشد فزاینده‌ای روبه‌رو 
خواهد شــد. این افزایش سراســری ترافیک، علاوه بر بالا 
بردن تعداد هواپیماهای هم‌زمان در فضای پروازی، موجب 
تشــدید تعاملات میان پروازها، کاهش حاشیه زمانی برای 
تصمیم‌گیری و پیچیده تر شــدن مدیریــت جریان ترافیک 
هوایی می شــود. در چنین شــرایطی، اتکا به ســامانه های 
هوشمند پشتیبان تصمیم که بتوانند مسیر چهاربعدی آتی 
هواپیماهــا را با دقت بالا و همراه با برآورد میزان اطمینان 
پیش‌بینی کنند، بیش از گذشــته ضرورت می یابد. ازاین‌رو، 
توسعه روش های پیشــرفته پیش‌بینی مسیر نه صرفاًً یک 
موضوع پژوهشی، بلکه پاسخی کلیدی به نیازهای عملیاتی 
1-Air Traffic Management (ATM)
2-Trajectory-Based Operations (TBO)
3-International Civil Aviation Organization (ICAO)

ســامانه های مدیریت ترافیک هوایی نسل آینده در مقیاس 
جهانی محسوب می شود.

با وجود دسترسی گســترده به داده های نظارتی نظیر 
سیستم پایش وابســته خودکار پخش شونده4 و پیشرفت 
روش های تحلیل داده، پیش‌بیــنی دقیق مسیر آتی هواپیما 
همچنان یک مســئله چالش برانگیز محسوب می شود. دلیل 
این امر آن است که حرکت هواپیما تحت تأثیر مجموعه‌ای 
از عوامــل درهم تنیــده‌ی وابســته بــه زمان و مــکان، از 
جمله وضعیــت پیشین پرواز، تعامل با ســایر هواپیماها، 
محدودیت های فضای پروازی، شرایط جوی و تصمیم های 
کنتــرلی قرار دارد. این عوامل ســبب می شــوند که مسیر 
پرواز دارای وابستگی های زمانی بلندمدت، تعاملات مکانی 
میان هواپیماها و عدم قطعیت ذاتی باشــد؛ ویژگی هایی که 
مدل ســازی هم‌زمان آنها با یک معماری واحد، همچنان از 
چالش های اصلی در پیش‌بینی مسیر به شــمار می‌رود. از 
ایــن‌رو، دســتیابی به راه کاری که بتواند این ســه جنبه را 
به صورت یکپارچــه در فرایند پیش‌بینی لحــاظ کند، یکی 
از موضوعات مــورد توجه پژوهش هــای اخیر در حوزه 

مدیریت ترافیک هوایی است.
در ســال های اخیــر، روش هــای متنــوعی مبتنی بر 
یادگیــری ماشین و یادگیری عمیق بــرای پیش‌بینی مسیر 
هواپیما ارائه شــده‌اند که هر یک بخشی از چالش های این 
مســئله را برطرف کرده‌انــد ]1, 2, 5[. بااین حال، بررسی 
پژوهش های پیشین نشــان می‌دهد کــه اغلب این روش ها 
تنها بر یکی یا دو جنبه از مســئله تمرکز داشــته‌اند. برای 
نمونه، مدل های مبتنی بر شــبکه‌های بازگشتی و مبدّّل در 
استخراج وابســتگی های زمانی عملکرد مناسبی دارند ]6[، 
اما قادر به مدل سازی کامل تعاملات مکانی میان هواپیماها 
نیســتند ]4[. در مقابــل، روش هــای مبتنی بر شــبکه های 
عصبی گراف روابط مکانی را به‌خوبی اســتخراج می کنند، 
اما معمولًاً برآوردی از میــزان عدم قطعیت پیش‌بینی ارائه 
نمی‌دهند. در نتیجه، هنوز روشی که بتواند وابســتگی های 
زمانی، تعاملات مکانی و عدم قطعیت پیش‌بینی را به صورت 
هم‌زمان و در قالب یک ســاختار منســجم مدل سازی کند، 
4-Automatic Dependent Surveillance-Broadcast (ADS-B)

پیش  بینی موقعیت های آتی هواپیما با استفاده از شبکه  ... / علیرضا خدادوست و آزاده طباطبائی 



فصلنامه علمی، علوم رایانشی، سال یازدهم،  شمارة 42، پاییز  1405 74

به طور کامل توسعه نیافته اســت. بر این اساس، نوآوری 
این پژوهش در معرفی یک الگوریتم جدید نیســت، بلکه در 
طراحی یک معماری یکپارچه و مســئله محور نهفته اســت 
کــه در آن، هر یک از مؤلفه های معماری برای رفع یکی از 
محدودیت های اصلی روش های موجود انتخاب شده‌اند. در 
آن، شبکه حافظه بلندکوتاه مدت دوسویه همراه با سازوکار 
توجه برای استخراج وابستگی های زمانی، شبکه هم آمیخت 
گرافی مبتنی بر مبدّّل5 برای مدل‌ســازی تعاملات مکانی و 
رمزگشای بیزی6 برای برآورد عدم قطعیت پیش‌بینی به کار 
گرفته شــده‌اند تا به صورت مکمل، تصویــری جامع تر از 

رفتار آینده هواپیما ارائه دهند.
بر پایه این رویکرد، دســتاوردهای اصلی این پژوهش 
را می توان در ســه محور خلاصه کرد. نخســت، ارائه یک 
چارچوب یکپارچه برای پیش‌بیــنی مسیر آتی هواپیما که 
وابستگی های زمانی، تعاملات مکانی و عدم قطعیت پیش‌بینی 
را به صورت هم‌زمان مدل ســازی می کند. دوم، توسعه یک 
معماری ترکیبی متشــکل از شــبکه حافظه بلندکوتاه مدت 
دوسویه همراه با سازوکار توجه، شبکه هم آمیخت گرافی 
مبتنی بر مبدّّل و رمزگشــای بیزی که هــر یک برای رفع 
یــکی از محدودیت هــای شناسایی شــده در پژوهش های 
پیشین به کار گرفته شده‌اند. سوم، ارزیابی تجربی معماری 
پیشــنهادی با اســتفاده از مجموعه‌داده تارتان اوییشن7 و 
مقایســه آن با روش مرجع بی-استار8 که نتایج آن نشان 
می‌دهد روش پیشــنهادی، خطای پیش‌بینی را بر اســاس 
معیارهای خطای میانگین مسیــر9 و خطای نهایی مسیر10 
به ترتیــب ۷ و ۴ درصــد کاهــش می‌دهــد و علاوه بر آن، 
امکان برآورد عدم قطعیت پیش‌بیــنی را نیز فراهم می کند. 
این یافته ها بیانگر آن است که معماری پیشنهادی می تواند 
قابلیت توسعه برای پژوهش های آینده در زمینه سامانه های 
هوشمند مدیریت ترافیک هوایی و پشتیبانی از تصمیم‌گیری 

در محیط های عملیاتی باشد.

5-Transformer Graph Convolution (TGConv)
6-Bayesian Decoder
7-Tartan Aviation
8-B-STAR
9-Average Displacement Error (ADE)
10-Final Displacement Error (FDE)

2- مرور مطالعات انجام شده در زمینه پیش بینی 
مسیر پروازی

با گسترش سامانه های نظارتی و افزایش حجم داده های 
پــروازی، اســتفاده از روش هــای یادگیری عمیــق به یکی 
از مهمتریــن رویکردهــای پیش‌بینی مسیــر هواپیما تبدیل 
شده اســت. در ابتدا، روش های کلاسیک مانند فیلتر کالمن، 
مدل های مارکوف و مدل های آماری ســری زمانی به‌دلیل 
سادگی و سرعت محاسباتی مورد استفاده قرار می گرفتند، 
اما این روش ها در مدل ســازی رفتــار غیرخطی هواپیما و 
همچنین تعاملات متغیر میــان هواپیماهای مجاور، به ویژه 
در محیط های پرتراکم مدیریت ترافیک هوایی، با محدودیت 
مواجه هستند. همچنین، روش های متعارف یادگیری ماشین 
نظیر ماشین بردار پشتیبان11 و رگرسیون بردار پشتیبان12، 
گرچه در مواجهه با نگاشت های خطی عملکرد مناسبی دارند، 
امــا در مواجهه با داده های پویا و با ابعاد بالای پرواز دچار 
افت شدید دقت می شــوند. پژوهش‌های تجربی اخیر نشان 
می‌دهند که با افزایــش افق پیش‌بینی، خطای میانگین مسیر 
در روش های مبتنی بر ماشین بردار پشــتیبان و رگرسیون 
بردار پشــتیبان بین ۳۵ تا ۵۰ درصد بیشــتر از شبکه های 
عصبی عمیق گزارش شده است ]3[. علاوه بر این، با افزایش 
حجم داده های ســری زمانی و ابعاد تعاملات مکانی، زمان 
محاسباتی الگوریتم ماشین بردار پشتیبان به دلیل پیچیدگی 
 به صورت مکعبی رشد کرده و افت عملکردی حدود 
۴۰ درصــدی در پردازش بیدرنگ نشــان می‌دهد. به همین 
دلیل، شبکه های عصبی بازگشتی به‌ویژه شبکه حافظة کوتاه 
مدت پرتوالی13 به دلیل توانایی در یادگیری وابســتگی های 
زمــانی بلندمدت، به عنوان جایگزینی مؤثر مطرح شــدند و 
عملکــرد بهتری در پیش‌بینی موقعیــت آتی هواپیما از خود 
نشان دادند]1, 2, 3, 4, 5[. در ادامه، استفاده از شبکه عصبی 
مصنوعی حافظة کوتاه مدت پرتوالیِِ دوسویه14 و سازوکار 
توجه15 با هدف استخراج غنی تر ویژگی های زمانی و تمرکز 
بر مهم ترین بخش های توالی پروازی، دقت پیش‌بینی را بیش 
11-Support Vector Machine (SVM)
12-Support Vector Regression (SVR) 
13-LSTM
14-Bi-LSTM
15-Attention
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از پیش افزایش داد. همچنین، معماری های مبتنی بر مبدّّل16 
با بهره‌گیری از ســازوکار خودتوجهی، توانایی مدل سازی 
وابســتگی های بلندبــرد را بهبــود بخشیدنــد و بــه نتایج 
قابل توجهی دست یافتند ]6, 7[. با وجود این پیشرفت ها، اغلب 
این روش ها هر مسیر پروازی را به صورت مستقل از سایر 
هواپیماها مــدل می کنند و اثر متقابل هواپیماهای مجاور بر 
تغییرات مسیــر را در نظر نمی‌گیرند؛ در حالی که در محیط 
واقعی مدیریــت ترافیک هوایی، رفتار هر هواپیما به شــدت 
تحت تأثیر وضعیت ســایر پروازهای اطراف قرار دارد. از 
این‌رو، صرفاًً مدل سازی وابستگی های زمانی برای دستیابی 
به پیش‌بینی دقیق مسیر کافی نیســت و لازم است تعاملات 

مکانی میان هواپیماها نیز در فرایند یادگیری لحاظ شود.
با آشکار شــدن محدودیت مدل های مبتنی بر توالی در 
نمایش تعامل میان هواپیماها، پژوهشگران به سمت استفاده 
از شبکه های عصبی گراف حرکت کرده‌اند. در این رویکرد، 
هر هواپیما به عنوان یک گره و ارتباط آن با سایر هواپیماها 
به صورت یال های گراف مدل می شود، ازاین‌رو، روش قادر 
اســت علاوه بر ویژگی های زمانی هر پــرواز، تأثیر متقابل 
هواپیماهای مجــاور را نیز در فراینــد پیش‌بینی لحاظ کند. 
توسعه معماری هایی نظیر شبکه گرافی مبتنی بر توجه17 و 
شبکه هم آمیخت گرافی مبتنی بر مبدّّل موجب بهبود یادگیری 
روابط مکانی و تعاملات پیچیده میان هواپیماها شده و دقت 
پیش‌بینی را در محیط های پرترافیک افزایش داده است ]8, 9, 
10, 11, 12[. با این وجود، اغلب این مدل ها تنها بر بهبود دقت 
16-Transformer
17-Graph Attention Network (GAT)

پیش‌بینی تمرکز داشته و خروجی آنها به صورت یک مقدار 
قطعی ارائه می شــود؛ در حالی که در ســامانه های مدیریت 
ترافیک هوایی، آگاهی از میزان اطمینان به پیش‌بینی به اندازه 
خود پیش‌بینی اهمیت دارد. به همین دلیل، در سال های اخیر 
استفاده از شــبکه های عصبی بیزی به منظور برآورد عدم 
قطعیت پیش‌بینی مورد توجه قرار گرفته اســت ]8, 13, 14[. 
با این حال، بررسی مطالعات پیشین نشان می‌دهد که بیشتر 
پژوهش ها یا بر مدل سازی تعاملات مکانی متمرکز بوده‌اند یا 
بر برآورد عدم قطعیت، و تعداد اندکی از آنها این دو قابلیت 
را به صورت یکپارچه در کنار یادگیری وابستگی های زمانی 

در یک ساختار واحد ترکیب کرده‌اند.
همان گونه که در جدول ۱ مشاهده می شود، رویکردهای 
پیشین عمدتاًً به صورت مجزا به ابعاد مسئله پرداخته‌اند؛ برای 
مثال، مدل های یادگیری عمیق بر اســتخراج وابستگی های 
زمانی، شــبکه های گراف بر مدل سازی تعاملات مکانی، و 
رویکردهای بیزی بر برآورد عدم قطعیت متمرکز بوده‌اند. 
فقدان یکپارچگی متوازن میان این ابعاد، ارائه خروجی های 
قطعی )بدون برآورد ریســک(، و پیچیدگی محاسباتی بالا، 
کاربرد این مدل ها را در سامانه های مدیریت ترافیک هوایی 

محدود کرده است. 

3- پیش بیــنی مسیر هواپیما و محاســبه عدم 
قطعیت

در معماری پیشنهادی برای پیش‌بینی مسیر و برآورد 
کمی عدم قطعیت )جهت ارتقای ایمنی در برابر نوفة داده ها و 

جدول 1 . مقایسه تحلیلی رویکردهای مختلف پیش بینی مسیر هواپیما

مدل سازی وابستگی روش
زمانی

مدل سازی تعاملات 
مکانی

برآورد عدم 
قطعیت

کارایی 
محدودیت اصلیمحاسباتی

روش های آماری و کلاسیک 
)Kalman،HMM و ...(

ناتوانی در مدل سازی رفتارهای بالاعدم پوششعدم پوششپوشش محدود
غیرخطی و پیچیده

LSTM/ مدل های مبتنی بر
BiLSTM

مدل سازی مستقل هر هواپیما و متوسطعدم پوششعدم پوششپوشش مناسب
نادیده گرفتن تعاملات

عدم استفاده از روابط مکانی میان متوسط تا پایینعدم پوششعدم پوششپوشش قویمدل های مبتنی بر مبدّّل
هواپیماها

 GCN,( شبکه های عصبی گراف
)GAT, GConv

تمرکز بر تعاملات مکانی و فقدان متوسطعدم پوششپوشش مناسبپوشش مناسب
برآورد عدم قطعیت

 Bayesian( مدل های بیزی
)Networks

مدل سازی محدود تعاملات میان پایینپوشش مناسبعدم پوششپوشش مناسب
هواپیماها
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مجاورت پروازها(، از یک مدل ترکیبی رمزگذار-رمزگشا18 
بهره گرفته شــده است )شکل ۱(. در این ساختار، تعاملات 
ترافیــکی به صورت یک گــراف پویا )گــره: هواپیما، یال: 

مجاورت مکانی( مدل سازی می شوند.
رمزگذار: این بخش شامل دو ماژول مستقل است:

	1 ماژول مکانی: با اســتفاده از شــبکه هم‌آمیخت گرافی .
مبتنی بر مبــدّل، تعاملات ترافیکی میــان هواپیماها را 

استخراج می‌کند.
	2 ماژول زمانی: با ترکیب شــبکه عصبی عمیق مکرر با .

حافظة کوتاه مدت پرتوالیِ دوسویه و سازوکار توجه، 
وابســتگی‌های زمانی مسیر هر هواپیما را با تمرکز بر 

بخش‌های بحرانی توالی ورودی مدل‌سازی می‌کند.
رمزگشا: بردارهای ویژگیِِ به‌روزرسانی شده را دریافت 
کــرده و با عبور از یک لایه کاملًاً متصــل بیزی، علاوه بر 
پیش‌بیــنی مسیر آتی، توزیع احتمالاتی و عدم قطعیت آن را 
با نمونه‌گیری از توزیع پسیــن ارائه می‌دهد. برای ارتقای 
دقت در افق های زمانی بلندمدت، خروجی پیش‌بینی شده در 
هر گام زمانی با مشــاهدات پیشین ترکیب شده و به عنوان 
ورودی گام بعد )به صورت خودهمبسته( استفاده می گردد

3-1- مدل سازی تعاملات مکانی

از آنجا که موقعیت آتی هواپیما به شدت متأثر از رفتار 
18-Encoder-Decoder

ترافیکی پیچیده و پویای پروازهای مجاور اســت، در این 
پژوهــش برای درک دقیــق این تعاملات مکانی از شــبکه 
هم آمیخت گرافی مبتنی بر مبدّّل معرفی  شــده توسط یو و 
همکارانش ]10[ بهره گرفته شده است. این ماژول با تلفیق 
کارآمد معمــاری مبدّّل و هم آمیختی گــرافی، ابتدا فضای 
تعاملی را به صورت یک گراف پویا مدل سازی می کند که در 
آن گره ها نمایانگر هواپیماها و یال ها نشان‌دهنده مجاورت 
مکانی آنها هستند. ســپس، برخلاف شبکه‌های هم آمیختی 
سنتی با فیلترهای ثابت، با محاسبه بردارهای پرسش، کلید 
و مقدار برای هر گره و به کارگیری سازوکار توجه، میزان 
اهمیت ترافیکی هر همسایه را به صورت پویا تعیین می کند. 
در نهایت، پیام های دریافتی از گره های همســایه بر اساس 
امتیاز شــباهت )خروجی تابع ســافت مکس19( وزن‌دهی و 
ترکیب می شوند تا بردارهای مکانیِِ به‌روزرسانی  شده‌ای 
برای تمامی گره ها در هر گام زمانی اســتخراج گردد. این 
فرایند موجب می شود مدل بتواند اثر دقیق ساختار ترافیکی 

پیرامون را در پیش‌بینی مسیر آتی به خوبی لحاظ کند.

3-2- مدل سازي زماني

به منظور استخراج وابستگی های زمانی مسیر پرواز، از 
یک ساختار ترکیبیِِ شامل شبکه عصبی مصنوعی حافظة 
کوتاه مدت پرتوالیِِ دوســویه و سازوکار توجه )شکل ۲( 
بهــره گرفته‌ایم. در این معماری، ابتــدا توالی موقعیت های 
هر هواپیما به شــبکه وارد می شود تا وابستگی های محلی 
و زمینه‌ای از هر دو جهتِِ توالی اســتخراج گردند. سپس، 
خروجی این شــبکه پس از فشرده ســازی و تطبیق ابعاد 
توســط یک لایه خطی، به یک رمزگذار )مبدّّل متشــکل از 
ســازوکار توجه چندسری20 و شــبکه های پیش‌خور21 با 
فعال ســاز GELU 22( تغذیه می شــود. این روش با تمرکز 
تطبیــقی بر روی گام های زمانی کلیدی، توانایی مدل را در 
درک ارتباطات بلندمدت غیرمحلی ارتقا می‌دهد. در نهایت، 
ً���������د���������� متصل به ابعاد اولیه  خروجی مب��
بازمی گردد تا یک نمایش زمانی غنی شده جهت یکپارچگی 
19-SoftMax
20-Multi Head
21-Feedforward
22-Gaussian Error Linear Unit 

شکل 1. معماری شبکه پیش بینی موقعیت هواپیماها



77

با ماژول های مکانی و رمزگشای بیزی تولید نماید.

3-3- مدل سازي عدم  قطعيت

به منظــور لحاظ نمــودن عدم قطعیت هــای ذاتی مسیر 
پــرواز )ناشی از عواملی نظیر شــرایط جــوی( و ارتقای 
ایمنی ســامانه های پیش‌بینی ]15[، رمزگشــای مدل مبتنی 
بر لایه های بیزی کاملًاً متصل طراحی شــده است. در این 
ساختار، وزن های شــبکه به جای مقادیر قطعی، به صورت 
توزیع های احتمالاتی مدل شــده به روش بیز با استفاده از 
انتشــار معکوس خطا23 و تکنیک بازپارامتردهی24 آموزش 
می‌بینند ]16[. ایــن رویکرد، امکان یادگیــری پارامترهای 
میانگیــن و واریانسِِ توزیع وزن هــا را از طریق الگوریتم 
اســتاندارد پس‌انتشــار خطا فراهم می ســازد. در مرحله 
آزمون نیز، با بهره‌گیری از روش نمونه‌گیری مونت کارلو 
و اجرای مکرر مدل بــه ازای یک ورودی ثابت، یک توزیع 
احتمالاتی از مسیرهای خروجی تولید می گردد. در نهایت، 
میانگینِِ این خروجی ها به عنوان مسیر پیش‌بینی شده نهایی 
و انحراف معیار آنها به عنوان شــاخص کمّّی عدم قطعیت 
ارائه می شــود که پهنای این توزیع، مستقیماًً بیانگر درجه 

اطمینان مدل در پیش‌بینی های انجام‌ شده است. 

3-4- معماری و مراحل اجرا

معماری پیشــنهادی بــر پایه مدل ترکیــبی رمزگذار-
رمزگشــا طراحی شده اســت که پس از پردازش سلسله 

23-Bayes by Back prop
24-Reparameterization

 مراتــبی ویژگی های مکانی و زمانی، مسیر آتی پرواز را با 
در نظــر گرفتن میزان عدم قطعیت پیش‌بینی می کند. مراحل 

اجرای این فرایند به شرح زیر است.

گام ۱: آماده ســازی داده ها و جاسازی داده های ورودی و 
مدل سازی پویایی پرواز

در نخســتین گام از فراینــد اجرای مــدل، دو نوع داده 
کلیــدی بــه عنــوان ورودی به ســامانه پــردازشی وارد 
می شــوند: نخســت، داده های مربوط بــه موقعیت مکانی 
هواپیماها شــامل طــول جغرافیایی، عــرض جغرافیایی و 
ارتفــاع در طی گام هــای زمانی گذشــته، و دوم، ماتریس 
مجــاورت که بازنمــایی ســاختار تعاملات مــکانی میان 
هواپیماهــا در هــر گام زمانی اســت. ماتریــس مجاورت 
از طریق ســاخت یک گراف همســایگی پویا برای هر گام 
زمانی  حاصل می شود. در این گراف، هر هواپیمای فعال 
در صحنه به عنــوان یک  از گراف  در نظر 
 گرفته می شود، به گونه‌ای که مجموعه گره ها برابر است با

. ســپس بــرای هــر زوج گره  
چنانچــه دو هواپیما در فاصله نزدیک یکدیگر باشــند، یک 
یال بدون  جهت بین آن دو گره ایجاد می شــود. این فرایند 
برای تمامی جفت های ممکن انجام شــده و در نهایت منجر 
بــه تولیــد مجموعه یال هــا  می گردد. بــر مبنای گراف 
حاصل، ماتریس مجاورت  ســاخته می شــود 
که در آن  نشــان‌دهنده‌ وجــود ارتباط مکانی )یال( 
میان هواپیماهاي  در گام زمانی  اســت و مقدار صفر 
بیانگر عدم وجود ارتباط است. این ماتریس نقش کلیدی در 

شکل 2. ترکیب حافظة کوتاه مدت پرتوالیِِ دوسویه و سازوکار توجه برای مدل سازی زمانی
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مدل سازی تعاملات مکانی و هم پوشانی ترافیکی هواپیماها 
دارد. همچنیــن، داده هــای موقعیت مــکانی )طول، عرض 
جغرافیایی و ارتفاع( پیش از ورود به شــبکه های عصبی، 
از طریق یک لایه خطی به بردارهای با ابعاد بالاتر نگاشت 
می شوند تا نمایشی فشرده و غنی برای مراحل بعدی فراهم 

گردد.

گام ۲: پردازش موازی ویژگی های مکانی و زمانی

داده های جاسازی25  شــده به طور هم‌زمان اما کاملًاً 
مســتقل، وارد دو مــاژول تخصصی می شــوند. ماژول 
مکانی با اســتفاده از شــبکه هم‌آمیخت گرافی مبتنی بر 
مبدّّل، گراف همســایگی را تحلیل کرده و تعاملات مکانی 
و تأثیر ترافیک موضعی هواپیماها را اســتخراج می کند. 
هم‌زمان، مــاژول زمانی با بهره‌گیری از ترکیب شــبکه 
حافظــة کوتاه مدت پرتوالیِِ دوســویه و مبــدّّل زمانی، 
وابســتگی های ترتیبی و روندهــای بلندمدت حرکتی هر 

هواپیما را شناسایی می کند.

گام ۳: ترکیب ویژگی های مکانی و زمانی

خروجی هــای مجزای مکانی و زمــانی حاصل از گام 
دوم با یکدیگر ادغام شده و وارد یک شبکه ادراکی چندلایه 
می شوند تا نمایشی جامع و غنی شده از وضعیت لحظه‌ای 

هر هواپیما برای ورود به مراحل بعدی فراهم شود.

گام ۴: پردازش متوالی )سری( ویژگی های زمانی و مکانی

در ایــن مرحلــه، به منظــور درک عمیق تــر، ماژول ها 
به صورت متوالی عمل می کنند. ابتدا داده های ترکیبی گام قبل 
وارد مبدّّل زمانی دوم می شوند تا تمرکز بر وابستگی های 
بلندمدت و انسجام زمانی تقویت شود. سپس، این خروجی 
مســتقیماًً به ماژول مکانی دوم ارسال می گردد تا تعاملات 
مکانی بر پایــه ویژگی های زمانیِِ جدید بازنگری شــوند. 
این رویکرد ترتیبی )ابتدا موازی و ســپس سری( از تداخل 

اطلاعات در ابتدای آموزش جلوگیری می کند.

25-Embedding

گام ۵: رمزگشایی بیزی و تولید خروجی

ویژگی های نهایی استخراج شــده وارد یک رمزگشای 
بیزی می شــوند )آموزش‌دیده با روش بیز با اســتفاده از 
انتشار معکوس خطا( در این لایه، وزن ها به صورت توزیع 
احتمالاتی مدل می شــوند. در مرحله آزمون، با استفاده از 
نمونه‌گیری مونت کارلو، مسیرهای احتمالی متعددی تولید 
می شود که میانگین آنها به عنوان مسیر نهایی پیش‌بینی شده 
و انحــراف معیار آنها به عنوان شــاخص کمّّی عدم قطعیت 

سامانه گزارش می گردد.

گام ۶: پیش بینی گام به گام با بازخوردهی

پیش‌بینی های تولید شــده برای گام زمانی t+1 به عنوان 
ورودی بــه مــدل بازگردانده می شــوند تــا در پیش‌بینی 
گام هــای بعــدی t+2 و مراحل بعــد اســتفاده گردند. این 
سازوکار خودهمبسته26 باعث حفظ ساختار ترتیبی، افزایش 
پیوســتگی، پایداری مسیرها و شبیه سازی واقع گرایانه تر 

دینامیک پرواز می گردد.

3-5- بهینه ســازی اَبََرَپارامترهای آموزش با استفاده از 
روش بهینه سازی ازدحام ذرات27

در ایــن پژوهــش، به منظــور ارتقای دقــت و کارایی 
معماری ترکیبی پیشنهادی در تحلیل داده های توالی محور، 
از الگوریتــم بهینه ســازی ازدحــام ذرات بــرای تنظیــم 
اَبَََرپارامترهای کلیدی استفاده شده است. انتخاب الگوریتم 
ازدحام ذرات به دلیل سادگی پیاده سازی، همگرایی سریع 
و توانایی کاوش مؤثر در فضاهای جســتجوی غیرخطی 
و چندبعدی صورت گرفته اســت. در مقایسه با روش های 
پرهزینه‌ای مانند جســتجوی شــبکه‌ای28 و الگوریتم های 
فراابتــکاری پیچیده تــر )نظیــر الگوریتم ژنتیــک، ازدحام 
مورچه هــا و گــرگ خاکســتری(، این الگوریتم بــا ایجاد 
تعادل مناســب میــان کاوش29 و بهره برداری30 و همچنین 
نیــاز کمتر به تنظیمات اولیه، از گیــر افتادن در کمینه های 
26-Autoregressive
27-Particle Swarm Optimization (PSO)
28-Grid Search
29-Exploration
30-Exploitation
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محلی جلوگیری کرده و عملکرد ســریع تری در شبکه های 
عصبی از خود نشان می‌دهد. اَبَََرپارامترهایی که به منظور 

بهینه سازی انتخاب شده‌اند عبارتند از:
تعداد لایه‌های حافظه کوتاه‌مدت پرتکرار دوسویه : نقش ● 

تعیین‌کننده‌ای در افزایش عمق مدل و قدرت آن در یادگیری 
وابستگی‌های زمانی دارد.

تعداد لایه‌های مبدّل: اســتخراج روابط و وابستگی‌های ● 
بلندمدت را تسهیل می‌کند.

تعداد ســرهای سازوکار توجه: برای بهبود تمرکز مدل ● 
بر جنبه‌های کلیدی توالی.

نــرخ یادگیــری: یکــی از حســاس‌ترین پارامترهــای ● 
بهینه‌سازی اســت و تأثیر مستقیمی بر سرعت و پایداری 

همگرایی شبکه دارد.
نرخ حذف تصادفی31: برای کاهش بیش‌برازش.● 
پارامتــر کاهش وزن32: بــرای اعمال منظم‌ســازی33 و ● 

جلوگیری از بزرگ شدن بیش از حد ضرایب.
حد آســتانه برش نورم گرادیان34: بــرای کنترل انفجار ● 

گرادیان35 در طول آموزش.
پارامتر گامــا در زمان‌بند نرخ یادگیــری36: نرخ کاهش ● 

تدریجــی نرخ یادگیری را در طــول مراحل آموزش تنظیم 
می‌کند.

در این ساختار، تمام این پارامترها به صورت هم‌زمان 
در فضای جستجوی الگوریتم ازدحام ذرات تعریف شده و 
هر ذره نمایانگر یک ترکیب ممکن از آنهاست. پیاده سازی 
این الگوریتم برای بهینه ســازی مطابــق مراحل زیر انجام 

می‌شود:
تعریف فضای جست‌وجو: شامل پارامترهایی مانند نرخ .1	

یادگیری، تعداد لایه‌های مخفی، تعداد سرهای سازوکار 
توجه و سایر پارامترهای معماری

مقداردهی اولیه جمعیــت: ذرات به‌صورت تصادفی در .2	
فضــای پارامترها مقداردهی می‌شــوند. هر ذره دارای 

موقعیت اولیه و سرعت تصادفی است.
31-Dropout Rate
32-Weight Decay
33-Regularization
34-Clip Grad Norm
35-Exploding Gradient
36-Learning Rate Scheduler Gamma

تعریف تابع برازش37: برای هر ذره، مدل یادگیری ماشین .3	
با ابََرپارامترهای متناظر آموزش داده شده و مقدار خطا 
)در این تحقیق از میانگین مربعات خطا38 اســتفاده شده 

است( به‌عنوان معیار برازش اندازه‌گیری می‌شود.
به‌روزرسانی موقعیت و سرعت ذرات: موقعیت هر ذره .4	

بر اساس بهترین تجربه شخصی ذره و بهترین موقعیت 
کل جمعیت به‌روزرســانی می‌شــود. این فرایند باعث 
می‌شود که ذرات به سمت نواحی بهتر از لحاظ عملکرد 

مدل حرکت کنند.
تکرار فرایند: مراحل بالا تا رسیدن به معیار توقف )تعداد .5	

تکرار مشــخص یا عدم بهبود در میزان خطا( ادامه پیدا 
می‌کند.

استخراج پارامترهای بهینه: در پایان، موقعیت بهترین 
ذره به عنوان ترکیب بهینه پارامترهای مدل انتخاب می شود

4- تجزیــه و تحلیل داده هــا و ارزیابی روش 
پیشنهادی

در این بخش، روش پیشــنهادی با استفاده از داده های 
واقعی ارزیابی شــده و نتایج حاصل از تحلیل عملکرد آن، 
برآورد عدم قطعیت، پایداری، و مصورســازی خروجی ها 

ارائه می گردد.

4-1- مجموعه داده

در پژوهــش حاضر، از مجموعه داده تارتان اوییشــن 
]17[ به عنوان یک مجموعه داده چندوجهی و جامع در حوزه 
عملیات هوانوردی در نواحی ترمینالی فرودگاه ها استفاده 
شــده اســت. این مجموعه داده توسط دانشــگاه کارنگی 
ملون39 و در قالب پروژه‌ای از آزمایشــگاه ایرلب40 وابسته 
به دانشکده علوم کامپیوتر این دانشگاه توسعه یافته است. 
هدف از طراحی این مجموعه، فراهم ســازی بستری برای 
پژوهش های پیشــرفته در زمینه ادراک چندوجهی، تحلیل 
ایمنی هوانوردی، و توسعه سیستم های هوشمند پشتیبانی 

37-Fitness Function
38-Mean Squared Error (MSE)
39-Carnegie Mellon University
40-AIRLAB

پیش  بینی موقعیت های آتی هواپیما با استفاده از شبکه  ... / علیرضا خدادوست و آزاده طباطبائی 
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تصمیم‌گیــری در فرودگاه هــا بوده اســت. مجموعه داده 
فوق منبعی ارزشــمند از داده های هم‌زمان شامل تصاویر 
ویدیویی، مکالمات صوتی کنترل ترافیک هوایی، و داده های 
موقعیت یابی ADS-B اســت که در بازه های زمانی متنوع و 
در دو فرودگاه متفاوت در ایالات متحده گردآوری شده‌اند. 
این مجموعه شــامل بیش از 3/1 میلیــون تصویر، ۳۳۷۴ 
ساعت گفت‌وگوی صوتی میان خلبانان و کنترلرها، و ۶۶۱ 
روز داده های موقعیت یابی پروازهاست. تمامی داده ها پس 
از جمع آوری، پالایش، پردازش و اعتبارســنجی شــده‌اند 
و همــراه با کد منبــع مراحل جمــع آوری و پیش پردازش، 
به صــورت متن باز منتشــر شــده‌اند. در ایــن تحقیق، از 
زیرمجموعة مربوط بــه داده هــای ADS-B پروازها برای 
آموزش و ارزیابی مــدل پیش‌بینی موقعیت آتی هواپیماها 
اســتفاده شده است با توجه به منابع پردازشی محدود در 
این پژوهش از گام های زمانی پنج ثانیه‌ای اســتفاده شــده 
است. در جدول 2 ســاختار داده های موجود در مجموعه 
داده نمایش داده شده است. همچنین یک نمونه از داده های 

مورد استفاده در جدول 3 آورده شده است.

4-2- بهینه سازی اَبََرَپارامترها

در این پژوهش، به منظور بهینه ســازی اَبَََرپارامترهای 
کلیــدی روش پیشــنهادی و ارتقاء دقــت و کارایی آن، از 
الگوریتم فراابتکاری ازدحام ذرات بهره گرفته شــده است. 
با توجه به محدودیت منابع محاسباتی، فرایند بهینه سازی 
بــا پیکربندی شــامل 2۰ ذره، 3۰ تکــرار و 2۰ بار اجرای 
مستقل الگوریتم انجام شــد تا پایداری و قابل‌اتکایی نتایج 
ارزیابی شــود. در هــر تکرار، تابع هدف طراحی شــده بر 
اســاس معیارمیانگیــن مربعات خطا محاســبه و موقعیت 

ذرات در راســتای بهینه سازی این تابع به‌روزرسانی شد. 
مقادیر پارامترهای مربوط به ســرعت حرکت ذرات، وزن 
اینرسی، و ضرایب یادگیری شخصی و اجتماعی، بر اساس 
مقادیر پیشنهادی رایج در متون علمی تنظیم شدند تا تعادل 
مناســبی میان اکتشاف41 و بهره‌برداری42 برقرار شود.این 
تنظیمات به گونه‌ای انتخاب شــده‌اند که ضمن دستیابی به 
مقادیر بهینه برای پارامترها، هزینه های محاسباتی نیز در 
ســطح قابل قبولی باقی بماند. در جدول 4 نتایج حاصل از 

اجرای فرایند بهینه سازی، ارائه شده است.

4-3- ارزیابی روش پیشنهادی

فرایند ارزیابی با استفاده از کدها و کتابخانه های زبان 
برنامه نویــسی پایتــون صورت پذیرفــت. داده های مورد 
استفاده، برگرفته از داده های ADS‑B مجموعه‌داده تارتان 
اوییشــن بودند کــه ۸۵ درصد آنها برای آمــوزش و ۱۵ 

درصد برای آزمون و ارزیابی تخصیص یافت.

4-3-1- معیارهای ارزیابی

برای ســنجش دقت روش پیشنهادی و مقایسه کیفیت 
پیش‌بینی مسیرهای حرکتی، از دو شاخص رایج در حوزه 
پیش‌بینی مسیر، یعنی خطای میانگین مسیر و خطای نهایی 
مسیر اســتفاده شده اســت. کاهش مقدار این دو شاخص 
بیانگــر افزایش دقت در پیش‌بینی مسیر می باشــد. پس از 
اتمام هر دوره آموزش، عملکرد معماری بر روی داده های 
آزمون با این معیارهــا ارزیابی می گردد. هر کدام کمترین 
مقدار خطای میانگین مسیر یا خطای نهایی مسیر را کسب 
کند، به عنــوان معماری نهایی ذخیره می شــود. این فرایند 
تضمیــن می کند که معماری معرفی  شــده، علاوه بر بهینه 
41-Exploration
42-Exploitation

جدول 2. ساختار داده های موجود در مجموعه داده تارتان اوییشن
نام فیلدواحدتوضیح

Frameعددیگام زمانی

IDعددیشناسه عددی اختصاص داده شده به هواپیما

X کیلومترمختصات دکارتی محلی در راستایX

Y کیلومترمختصات دکارتی محلی در راستایY

Z کیلومترمختصات دکارتی محلی در راستایZ

جدول 3. نمونه داده های ADS-B برگرفته از مجموعه داده تارتان 
)∆t = 5s( اوییشن
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بودن در طول فرایند آموزش، در شرایط واقعی نیز کارایی 
مطلوبی داشته باشد.

شاخص خطای میانگین مسیر، میانگین فاصله اقلیدسی 
بین تمام نقاط پیش‌بینی شــده و نقاط واقعی مسیر در طول 
بازه زمانی پیش‌بینی را محاسبه می کند. به عبارت دیگر، این 
معیار، نمایانگر دقت کلی در تمام لحظات پیش‌بینی است و 

با فرمول زیر بیان می شود:

که در آن:
T تعداد کل گام‌های زمانی پیش‌بینی می‌باشد.● 
 موقعیت پیش‌بینی شده در گام زمانی t است.● 
 موقعیت واقعی هواپیما در گام زمانی t است.● 
 نشان‌دهنده فاصله اقلیدسی می‌باشد.● 

شــاخص خطای نهایی مسیر تنها فاصله اقلیدسی بین 
موقعیت پیش‌بینی شــده و موقعیت واقــعی در آخرین گام 
زمانی پیش‌بینی را اندازه‌گیری می کند و به عنوان یک معیار 

مهم برای سنجش دقت نهایی مسیر شناخته می شود:
                                           

که در آن:
 موقعیت پیش‌بینی‌شده در گام زمانی نهایی است.● 
 موقعیت واقعی هواپیما در آخرین گام زمانی است.● 
 فاصله اقلیدسی را نشان می‌دهد.● 

4-3-2- نتایج ارزیابی مدل پس از آموزش

جدول 5 عملکرد روش پیشنهادی و روش بی-استار را بر 
روی این مجموعه‌داده نمایش می‌دهد. همان طور که مشاهده 
می شود، روش پیشنهادی در هر دو معیار خطای میانگین و 
خطای نهایی مسیر عملکرد بهتری نسبت به روش مقایسه‌ای 
داشته و همچنین زمان آموزش کوتاه تری را به ثبت رسانده 
است. این نتایج بیانگر بهینه  بودن روش پیشنهادی هم از نظر 

دقت پیش‌بینی و هم کارایی محاسباتی است.

جدول 5. مقایسه نتیجه ارزیابی روش پیشنهادی بر روی مجموعه داده 
تارتان اوییشن

زمان آموزش )دقیقه(ADEFDEروش

0/300/53439بی-استار

0/280/49387روش پيشنهادي

4-3-3- ارزیــابی شــبکه عصبی بیــزی در تخمین میزان 
عدم قطعیت 

برای تحلیل کمّّی عدم قطعیت، انحراف معیار پیش‌بینی ها 
بر روی یک نمونه آزمایشی محاســبه گردید. همان گونه که 
در شــکل ۳ مشاهده می شود، مقادیر انحراف معیار در سه 
مؤلفه طول، عرض و ارتفاع به صورت تابعی از زمان و برای 
بازه های مشاهدات و پیش‌بینی ها نمایش داده شده است. در 
این نمودار، ناحیه صورتی‌رنگ نشان‌دهنده گام های مشاهده 
و ناحیه سبزرنگ بیانگر گام های پیش‌بینی است. نتایج نشان 
می‌دهد که در بازه مشــاهده، انحراف معیار پایین و تقریباًً 
ثابت می ماند که بازتابی از پایداری داده های ورودی اســت. 
با آغاز ناحیه پیش‌بینی، مقادیر عدم قطعیت به تدریج افزایش 
می یابد، به‌ویژه در گام های پایــانی، که ناشی از اثر طبیعی 

تجمیع خطا در مدل های پیش‌بینی سری زمانی است.
در ســمت چپ خط عمودی رسم شــده در شــکل 3، 
انحراف معیار مرتبط با داده های مشاهده شده و حاصل از 
مرحله استنتاج دیده می شود. سمت راست این خط، انحراف 
معیار مربوط به پیش‌بینی های آینده را نشان می‌دهد که با 
گــذر گام های زمانی، روند افزایشی پیدا می کند. این رفتار، 
ویــژگی ذاتی مدل هــای پیش‌بینی چندمرحلــه‌ای بوده و 
تأییدکننده توانایی روش پیشنهادی در تخمین عدم قطعیت 

جدول 4. اَبََرَپارامترهای بهینه شده
نتیجه محدوده انتخاب اَبََرَپارامتر

32 128 ،64 ،32 ،16 تعداد لایه های 
BiLSTM

1 4 ،3 ،2 ،1 تعداد لایه های مبدّّل
4 16 ،8 ،4 ،2 تعداد سرهای توجه 

0/0011276550932369364 حد پایین: 0/00001 و 
حد بالا: 0/1

نرخ یادگیری

0/0 حد پایین: صفر و حد 
بالا: 0/5

نرخ حذف تصادفی

0/00000125101888 حد پایین: 0/000001 
و حد بالا: 0/01

ضریب کاهش وزن

0/5465917470817029 حد پایین: 0/1 و حد 
بالا: 5

حد نرمال سازی 
گرادیان

0/36353826293454017 حد پایین: 0/1 و حد 
بالا: 0/9

ضریب کاهش 
زمان بندی
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خروجی است.
افزایش تدریجی انحراف معیار به خصوص در مراحل 
پایــانی پیش‌بینی، پدیــده‌ای منطقی و قابل انتظار اســت. 
همچنین برخی نمونه ها رشد سریع تر عدم قطعیت را نشان 
می‌دهنــد که می تواند ناشی از پیچیدگی مسیر، وجود نوفة 
بیشــتر در داده ها یا رفتار غیرمعمول هواپیما باشــد. در 
نتیجه، اســتفاده ازشبکه بیزین علاوه بر بهبود دقت، دیدی 

عمیق تر نسبت به سطح اطمینان معماری فراهم می آورد.

با  پایداری و تعمیم پذیری روش پیشنهادی  ارزیابی   -4-3-4
K‑Fold روش

اعتبارســنجی متقابل K‑Fold یکی از رایج ترین روش ها 
برای ارزیــابی عملکرد مدل های یادگیــری ماشین، به‌ویژه 
زمانی که حجم داده محدود بــوده و ارزیابی قابلیت تعمیم 
مدل ضروری باشد، محســوب می‌شود. در این مطالعه، به 
منظور سنجش توان تعمیم روش پیشنهادی، مجموعه‌داده به 
۱۰ زیرمجموعه مساوی تقسیم گردید. سپس فرایند آموزش 
و ارزیابی ۱۰ مرتبه تکرار شد. به گونه‌ای که در هر تکرار، یک 
زیرمجموعه متفاوت به عنوان داده آزمون اســتفاده شده و 
سایر زیرمجموعه ها برای آموزش به کار گرفته شدند. نتایج 

حاصل از این فرایند در شکل 4 ارائه شده است.
مطابق نمودار شــکل 4 مدل پیشــنهادی در شــرایط 
مختلف افراز داده ها، پایداری نســبی خــود را حفظ کرده 
است. نوســانات محدود موجود در مقادیر خطای میانگین 
و خطــای نهایی مسیــر می توانــد نــاشی از پیچیدگی و 
تغییرپذیــری داده های پروازی باشــد. با توجه به میانگین 
پایین خطاها و انحراف معیار قابل قبول، معماری از قابلیت 
تعمیم پذیری مناســب برخوردار بوده و برای استفاده در 
محیط های عملی، مانند پیش‌بینی مسیر پرواز هواپیما، قابل 

اعتماد است.

4-3-5- مصورسازی نتایج

شکل 5 مقایســه‌ای روشــن میان مسیر واقعی پرواز 
و میانگین مسیر پیش‌بینی شــده توســط معماری را نشان 

می‌دهنــد. در نمودارهــای دوبعدی، نقاط ســبز نمایانگر 
موقعیت های واقعی در بازه مشــاهده )مشاهدات 0 تا 11(، 
نقاط آبی نشــان‌دهنده مسیــر واقعی در بــازه پیش‌بینی 
)مشــاهدات 12 تــا 18(، و نقــاط قرمــز میانگیــن مسیر 

پیش‌بینی شده توسط روش در همین بازه زمانی است.
در شکل 6 علاوه بر مؤلفه های طول و عرض جغرافیایی، 
ارتفاع نیز به عنوان بعد سوم اضافه شده تا امکان ارزیابی 
دقیق تــر از انحــراف روش در پیش‌بیــنی موقعیت مکانی 

هواپیما فراهم گردد.
تحلیل بصری نشــان می‌دهد که اگرچه مدل پیشنهادی 
توانســته روند کلی مسیر را دنبال کنــد، اما همچنان نیاز 
بــه بهبودهایی در دقت نقطه به نقطــه به‌ویژه در فاز پایانی 
پیش‌بینی وجود دارد. این نوع مصورسازی به عنوان ابزاری 
کاربــردی جهت تحلیل کیفی خروجی روش و تشــخیص 
الگوهای خطا در پیش‌بینی، نقش مؤثری در بهبود طراحی 

مدل در مراحل بعدی پژوهش خواهد داشت.

5- نتیجه گیری و کارهای آتی
پیش‌بیــنی موقعیت آتی هواپیماهــا، به‌ویژه در نواحی 
ترمینــال فرودگاه هــا، از چالش های کلیــدی در مدیریت 
ترافیــک هوایی و ارتقای ایمنی پرواز به شــمار می آید. این 
پژوهش، معماری ترکیبی مبتنی بر شبکه هم آمیخت گرافی، 
مبــدّّل، شــبکه عصــبی مصنــوعی حافظة کوتــاه مدت 
پرتوالیِِ دوسویه و شبکه عصبی بیزی ارائه کرده است که 
هــدف آن پیش‌بینی دقیق تر موقعیــت آتی هواپیماها با در 

شکل 3. عدم قطعیت در پیش بینی مسیر
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نظــر گرفتن تعــاملات مکانی- زمــانی و بــرآورد میزان 
عدم قطعیت پیش‌بینی ها اســت. نتایج ارزیابی نشان می‌دهد 
که معماری پیشــنهادی نســبت به روش مرجع بی-استار 
بهبود محسوسی داشته است. به‌گونه‌ای که با معیار خطای 
میانگیــن مسیر، عملکردی ۷ درصد بهتر و با معیار خطای 
نهایی مسیر، عملکردی ۴ درصد بهتر ثبت شــده است. این 
روش علاوه بر بهبود دقت، توانســته زمان آموزش را ۱۱ 
درصد کاهش دهد و در برابر تغییرات شــرایط داده پایدار 
باشد. تحلیل لایه رمزگشــای بیزی نیز بیانگر آن است که 
میــزان عدم قطعیت در طول افق پیش‌بیــنی به طور منطقی 
افزایش می یابد. ویــژگی‌ای که موجب تقویت اعتمادپذیری 
خروجی ها و ارائه شــاخصی مهم برای تصمیم‌گیری ایمن 
در عملیات هوایی می شــود. یافته های این پژوهش نشــان 
می‌دهد که معماری پیشــنهادی، با بهبــود دقت پیش‌بینی 
مسیر و فراهم ســازی بــرآوردی از عدم قطعیت، می تواند 
به عنوان رویکردی امیدوارکننده برای توسعه سامانه های 
هوشمند مدیریت ترافیک هوایی و پشتیبانی از تصمیم‌گیری 

در محیط های عملیاتی مورد استفاده قرار گیرد.
بــا توجه به نتایج حاصل از این پژوهش و ظرفیت های 
توسعه روش پیشنهادی، مسیرهای زیر برای ادامه تحقیقات 

و ارتقای عملکرد سیستم قابل پیشنهاد است:
ارتقای ساختار گرافی: بهبود ساختار گرافی روش برای 
مدل سازی دقیق تر روابط علّیّ بین هواپیماها و همچنین در 
نظر گرفتن نقش عوامــل دیگر نظیر عوارض جغرافیایی و 

محدودیت های فضایی.
کاهش پیچیدگی محاســباتی: بهینه ســازی معماری و 
الگوریتم های یادگیری به گونه‌ای که برای اجرا در شــرایط 
بیدرنگ مناســب و قابل استفاده در ســامانه های پایش و 

مدیریت ترافیک هوایی باشد.

در نظــر گرفتــن شــرایط جــوی: ادغــام داده های 
هواشناسی شــامل مؤلفه هایی مانند سرعت و جهت باد، 
میزان بارندگی، و دید افقی، به عنوان ویژگی های ورودی، 
با هدف تحلیل دقیق تر اثر عوامل محیطی بر مسیر پروازی 

هواپیماها.
مدل ســازی رفتاری بر مبنای عوامل انســانی: در نظر 
گرفتــن الگوهای تصمیم‌گیری خلبان و کنترل کنندة ترافیک 

شکل 4. نتایج حاصل از روش K-fold بر روی میزان دقت داده ها

شکل 5. مصور سازی نتایج پیش بینی بر روی دو نمونه پرواز

شکل 6. مصور سازی سه بعدی نتایج پیش بینی بر روی یک نمونه پرواز
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هوایی، کــه می تواند بر مسیر پروازی در شــرایط خاص 
تأثیر بگذارد.

اســتفاده از یادگیری انتقالی: بهره‌گیــری از مدل های 
آموزش‌دیده روی مجموعه‌داده های مشــابه برای کاهش 

زمان آموزش و بهبود عملکرد در سناریوهای جدید.
یکپارچه ســازی داده های چندمنبعی: ترکیب داده های 
ADS‑B با ســایر منابع مانند رادارهای ثانویه، سامانه های 

GPS و داده هــای مراکز کنترل ترافیــک هوایی، به منظور 

افزایش دقت و پوشش زمانی-مکانی پیش‌بینی ها.
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